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RESUMO

Os desenvolvimentos tecnoldgicos e a crescente dependéncia das organizacdes e da
sociedade no mundo da internet levaram ao crescimento e variedade de dados. Esse
crescimento e variedade, tornaram-se num desafio para os manipuladores de dados, uma vez
gue o processamento de uma grande quantidade de dados pode ser um desafio, porque pode
despender muito tempo. Assim, veio a criagdo do conceito Big Data. Big Data pode ser
entendido como um grande conjunto de dados com vdrias estruturas, que a tecnologia
tradicional ndao consegue lidar, tendo dificuldade de armazenamento e de processamento.
Nesta dissertacao, serdo definidos dois conceitos.

Portanto, esta dissertacao foca nos desafios que o Big Data coloca ao Data Mining,

Nesta dissertacdo foi analisado um estudo de selecdo de ferramentas de Data Mining, onde
foram utilizadas duas metodologias tendo em consideracdo varios critérios de avaliacdo.
Posteriormente, com base nos resultados do estudo anterior, foram selecionadas as duas
melhores ferramentas, KNIME e RapidMiner.

Nesta dissertacdao também sdo apresentadas algumas sugestdes de boas praticas quando
lidamos com dados.

Depois de selecionadas as ferramentas, foi analisado um estudo referente a performance das
ferramentas KNIME e RapidMiner em ambiente Big Data.

No inicio deste documento é apresentado um enquadramento do projeto e qual o seu
objetivo. De seguida, é apresentado a revisdao de literatura onde sdo descritos os principais
conceitos e tépicos relacionados com a dissertacao. Posteriormente, sdao apresentadas as
abordagens metodoldgicas utilizadas nesta dissertagdo, assim como de que forma foram
utilizadas. De seguida, sdo apresentados os desafios de Big Data Mining. Seguidamente, é
apresentado o estudo de sele¢do de ferramentas de Data Mining, assim como as experiéncias
de comparacdo de performance das ferramentas selecionadas. Por fim, é apresentada a
discussdo dos resultados, onde também é apresentada uma andlise SWOT, e a conclusao.

Palavras-Chave: Benchmarking; Técnicas; Business Analytics; Big Data;



ABSTRACT

Technological developments and the growing dependence of organizations and society in the
world of the internet, led to the growth and variety of data. This growth and variety has
become a challenge for data handlers, since processing a large amount of data can be
challenging because it can take a great deal of time. Thus, came the creation of the Big Data
concept. Big Data can be understood as a large set of data with various structures, which the
traditional technology can not handle, having difficulty in storage and process them. In this
dissertation, two concepts will be defined.

Therefore, this dissertation focuses on the challenges that Big Data puts the Data Mining.

In this dissertation was analyzed a study of selection of Data Mining tools, where they were
used two methodologies taking in consideration various criteria of evaluation. Subsequently,
based on the results of the previous study, were selected the two best tools, KNIME and
RapidMiner. In this dissertation are also presented some suggestions of good practice when
dealing with data. After the tools were selected, was analyzed a study on the performance of
the tools KNIME and RapidMiner in the Big Data environment. At the beginning of this
document is presented the context of this project and its purpose. Then, the literature review
is presented describing the main concepts and topics related to the dissertation.
Subsequently, the methodological approaches used in this dissertation are presented, as well
as how they were used. Then, is presented the Data Mining tool selection study, as well as the
performance comparison experiments of the selected tools. Finally, a discussion of the results

is presented, which also presents a SWOT analysis, and the conclusion.

KeywoRrDs: Benchmarking; Techniques; Business Analytics; Big Data
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1. INTRODUCAO

1.1Enquadramento

A rapida evolugdo tecnoldgica levou a criagao de novas fontes de dados e, consequentemente
a um aumento no volume dos mesmos. Este volume de dados continua a aumentar, havendo
assim ainda mais potencial para extrair desses dados que tragam vantagens para o negdcio.
Com este aumento explosivo dos dados, a nivel global, levou a criagcdo do Big Data (BD). Este
termo é utilizado para descrever os dados, em relacdo ao seu volume, variedade, a velocidade
a que sdo criados, entre outras caracteristicas.

Big Data é uma combinacdo de tecnologias de gestao de dados que foram evoluindo ao longo
do tempo. Big Data permite as organizagGes gerir, manipular e armazenar grandes
guantidades de dados. A partir desses dados é possivel determinar se existem padrdes
ocultos, através de técnicas analiticas, que podem indicar, previamente, uma mudanca
importante.

Nos dias de hoje as organizacdes dependem dos dados para terem sucesso e adquirir
vantagem competitiva. Assim, é vital para as organiza¢des darem sentido a esses dados,
através da sua andlise, de forma oportuna. De forma a tomar decisdes atempadamente, é
necessario recolher os dados e analisa-los em tempo real para gerar informacao preditiva com
base em modelos matematicos e estatisticos.

Esta mudanga na forma de tomar decisdes, levou a evolugao do tradicional conceito de
Business Intelligence (Bl) para Business Analytics (BA). O Business Analytics inclui uma
variedade de métodos de analise de dados, como analise estatistica. Envolve a exploracao
iterativa e metddica dos dados de uma organizacdo, com o objetivo de ajudar as organizacdes

na tomada de decis3o.



1.2 Objetivos e Resultados

Esta dissertagao tem como objetivo responder a seguinte questdo de investigac¢ao:

Quais os desafios que o Big Data coloca as diferentes abordagens de Business
Analytics?
O objetivo principal desta dissertacdo é a identificacdo dos desafios que o Big Data coloca as
diferentes abordagens de Business Analytics. No entanto, apenas foi selecionado o Data
Mining ao nivel preditivo para este estudo.
Ao longo deste documento sao identificados varios desafios que o Big Data coloca ao Data
Mining, assim como analises de estudos realizados da performance de duas ferramentas,
KNIME e RapidMiner, na area de Big Data. Também se pode encontrar sugestdes de boas
praticas que poderao ser aplicadas quando se lida com dados.
Como resultado, conclui-se que ambas as ferramentas demonstraram uma boa performance
na andlise de dados em ambiente Big Data, assim como ambas as ferramentas apresentam

solugdes muito semelhantes para a area de Data Mining e Big Data.

1.3 Estrutura do documento
O presente documento esta estruturado da seguinte forma:

e Introdugdo — Neste capitulo é apresentado o enquadramento do projeto assim como,
os objetivos e resultados esperados.

o Revisao de Literatura — Neste capitulo estd presente o estado da arte dos temas
abordados nesta dissertacdo. O primeiro tema abordado sera o Business Analytics, de
seguida o Big Data, e por fim, o Big Data Analytics e uma pequena abordagem acerca
da plataforma de Pervasive Data Mining Engine (PDME).

e Abordagem Metodolégica — Neste capitulo é apresentada uma descrigdo acerca das
metodologias a utilizar neste projeto de dissertacao.

e Desafios em Mining Big Data- Neste capitulo sdo apresentados os varios desafios que
0 Big Data coloca ao Data Mining, assim como possiveis solugdes.

e Avaliacdo de ferramentas de Data Mining- Neste capitulo é analisado um estudo de

avaliacdo e selecdo de vdrias ferramentas de Data Mining.



Ferramentas de Data Mining — RapidMiner e KNIME — Neste capitulo as ferramentas
RapidMiner e KNIME sao analisadas.

Benchmarking — Neste capitulo é apresentado o benchmarking realizado na area de
Big Data e Data Mining referente as ferramentas RapidMiner e KNIME.

Discussdao — Neste capitulo é apresentada uma analise de todo o estudo realizado,
assim como uma analise SWOT.

Conclusdao e Trabalho Futuro — Neste capitulo é apresentada a conclusdo desta
dissertagdo, assim como sugestdes de trabalhos futuros dentro deste tema.
Referéncias- Neste capitulo sera apresentada uma lista de referéncias utilizadas no

desenvolvimento desta dissertagao.



2.REVISAO DE LITERATURA

2.1Estratégia de Pesquisa

Para o desenvolvimento desta dissertacdao, foram utilizados varios motores de pesquisa para
a realizacdo da revisdo de literatura, onde continham vdrios artigos cientificos publicados,
livros, alguns capitulos de livros, entre outros. Assim sendo, os motores de pesquisa utilizados

foram:

e Google Scholar;
e Springer;

e Scopus;

e ScienceDirect;

e Google;

e RepositoriUM.
Os termos e palavras utilizadas para a pesquisa foram as seguintes:

e Business Analytics;
e Big Data;

e Big Data Analytics;
e Benchmarking;

e (ase Study.

No entanto, estes termos e palavras foram variando conforme os resultados das pesquisas.
Os artigos foram selecionados, tendo em consideracao a data dos artigos, citacbes e o
conteudo do mesmo. Em relacdo as datas, grande parte dos artigos utilizados tém datas entre

2002 e 2017, no entanto existem algumas excec¢des.



2.2Business Analytics

Muitas organizagdes utilizam a informagdo como um meio de atingir vantagem competitiva.
No passado, a analise dos dados era realizada manualmente através de construcdo de equipas
onde se juntavam pessoas da area de estatistica, modeladores e analistas. No entanto, com o
crescimento dos dados este tipo de abordagem tornou-se inviavel (Provost & Fwacett, 2013).
A vantagem competitiva é, nos dias de hoje, um aspeto importante para as organizacdes. Essa
vantagem pode ser adquirida através da capacidade de realizar decisdes precisas, eficazes e
de forma atempada, com o intuito de responder as preferéncias dos clientes, por exemplo.
Para isso, as organizacdes comegaram a utilizar analises avangadas que permitia ter uma visao
completa acerca das suas atividades, assim como dos seus clientes (Bose, 2009). Assim sendo,
0 Business Analytics (BA) comegou a ser uma ferramenta importante para melhorar a
eficiéncia, a competitividade e a rentabilidade de empresas (Oliveira, McCormack, & Trkman,

2012).

2.2.1 Definicao

O Business Analytics inclui uma variedade de métodos de analise de dados (Shmueli, Bruce C,
Yahav, Patel, & Lichtendahl Jr., 2017) e pode envolver ou ndo a utilizacdo de software. Para
melhorar as suas capacidades de tomada de decisdo, os responsaveis pela tomada de decisao
utilizam tecnologias como o OLAP (Online Analytical Processing) e dashboards. O Business
Analytics inclui também, técnicas como a analise estatistica, visualizacdo de dados, modelos
de previsdo e sistemas de previsdao. BA pode incluir sistemas como Business Intelligence (Bl),
Big Data (BD) e Decision Support Systems (DSS) (Watson et al., 2010).

O BI permite as organizagdes perceber o que aconteceu e o que esta a acontecer numa
organizacao, através de visualizacdo dos dados e relatérios. Esta andlise é realizada através da
exibicdo de gréficos, tabelas e dashboards onde é possivel explorar os dados (Shmueli et al.,
2017).

Através da implementacdo do BA, os gestores conseguem melhorar a performance da
organizacgao, identificar oportunidades de negédcio e realizar melhores decisdes, pois o BA
permite integrar dados de vdrias fontes e, a partir dessa integracao, podem descobrir mais

informacdo importante para o negdcio (Bayrak, 2015).



De acordo com Watson et al.,, (2010), este define BA como “uma ampla categoria de
aplicagdes, tecnologias, e processos para reunir, armazenar, aceder, e analisar dados para
ajudar os utilizadores a tomar as melhores decisdes.” Esta definicdo de Business Analytics é a

considerada para o desenvolvimento desta dissertagao.

2.2.2 Modelo de Business Analytics

O modelo de BA tem como objetivo fornecer uma estrutura geral para perceber e criar BA em
qualquer tipo de organizacdao com sucesso. Assim sendo, o modelo de BA é utilizado como
referéncia na criacdo de BA que permite perceber a interacdo das pessoas e a interacdo na
criacdo de informacao e posterior consumo (Laursen & Thorlund, 2010) .

O BA envolve a aquisicdo de conhecimento através da analise de dados e informacao,
aplicando esse conhecimento para desenvolver e implementar agdes competitivas de criacao
de valor para a organizacao (Phillips-Wren, lyer, Kulkarni, & Ariyachandra, 2015).

Como se pode verificar na Figura 1, a criagdo de BA envolve muitas competéncias, pessoas e
processos. Na segunda camada do modelo, business-driven environment, é desenvolvida uma
estratégia de informacdo com base na estratégia de negdcios da organizacdo. Na camada
seguinte, operational decision makers, a selecdo da informacdo e conhecimento é realizada
com base na estratégia selecionada para a organizacdo de forma que suporte a mesma. A
camada a seguir, analysts, controllers, and report developers, sao os responsaveis na criacao
da informacdo e conhecimento para ser utilizado pelos responsaveis pela tomada de decisdao
na area operacional, tendo como objetivo a inovac¢ao e otimizagao das atividades do dia a dia
da organizacdo. Na camada, ETL developers and database specialists no tecnhnically oriented
environment, os dados sdo enriquecidos e combinados pelos especialistas em ETL (Extract,
Transform, Load) para posteriormente serem acessiveis a organizacdo. Na camada seguinte,
IT professionals, os sistemas de gestdo de dados da organizacdo sdao desenvolvidos e

executados pelos profissionais de Tl (Tecnologias de Informacdo) (Laursen & Thorlund, 2010).
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Figura 1- Modelo de Business Analytics .Retirado de (Laursen & Thorlund, 2010)
Posto isto, é importante que os gestores tenham uma visdo global do mercado onde a
organizacao estd inserida e os seus desafios. A estratégia e os objetivos da organiza¢dao devem
ser bem definidos para conseguir fazer face a esses desafios (Laureano, Miguel da Silva

Laureano, & Grencho, 2016).

2.2.3 Capacidades do Business Analytics

Como foi referido no ponto anterior, modelo de Business Analytics, as pessoas, 0S processos
e as tecnologias estdao envolvidas na aquisicdo, analise e transformacao dos dados utilizada
para o apoio na tomada de decisdo.

De forma a perceber como as Tecnologias de Informacdo (TI) trazem vantagens e criam valor
para a organizacdo foi criado um modelo de capacidades do Business Analytics.

Este modelo foi baseado em estudos realizados anteriormente por varios autores, com
objetivo de explicar porque é que a implementacdo do BA traz beneficios para as
organizacdes. Estudos realizados acreditam que existe uma relacdo entre as capacidades do
Sistemas de Informacdo (SI) e valor organizacional e vantagem competitiva (Cosic, Shanks, &

Maynard, 2015).



Assim sendo, as capacidades do Business Analytics, pode ser definido como as interacdes
entre tecnologias de informacdo, processos, pessoas e outros recursos, para a realizagao de
uma tarefa (Cosic, Shanks, & Maynard, 2012).

Como se pode verificar na Figura 2, de acordo com Cosic et al.,(2015), apds realizados os
estudos, identificaram 16 capacidades do Business Analytics que foram agrupadas em quatro
areas: Governanga (Governance), Cultura (Culture), Pessoas (People) e Tecnologia
(Tecnhology). Governanca pode ser entendido como a gestdo de recursos de BA e a atribuicdo
de direitos de decisdo e responsabilidades, Cultura, sdo normas organizacionais e padroes
comportamentais que se adquirem ao longo do tempo que levam a formas organizadas de
recolha e analise de dados. De acordo com Cosic et al.,(2015), Pessoas sdao aqueles que
utilizam o BA como parte do seu trabalho e, por fim, Tecnologia é o desenvolvimento e a

utilizacdo de software/hardware e de dados nas atividades de BA (Cosic et al., 2015).

BA Capabilities Capability Areas
Decision Rights and Res'pon‘S/bl/ltles CoermBREs
Strategic Alignment Capability
Dynamic BA Capabilities Aron
Impact & Change Management
Evidence-based Management Culture
Embeddedness Capability
Executive Leadership and Support e
Communication Value and
(é:eratl)l.l'BA » Competitive
paRtiity Advantage
Data Management Technology
Systems Integration> Capability
Reporting BA Technology Area
Discovery BA Technology
Technology Skills and Knowledge People
Business Skills and Knowledge > Capability
Management Skills and Knowledge Aves

Entrepreneurship and Innovation

Figura 2-Modelo das capacidades do BA com base no estudo Delphi. Retirado de (Cosic et al., 2015)

De acordo com Cosic et al., (2012), quanto mais madura for a capacidade de BA, maior valor

e vantagem competitiva sustentdvel é a alcancada pela organizacao.

Segundo Holsapple, Lee-Post, & Pakath, (2014), as capacidades do BA podem incluir:



A utilizagao de técnicas que sdao quantitativas, qualitativas e mistas;

A utilizagao de técnicas estatisticas;

A utilizagao do raciocinio sistematico;

Trabalhar com modelos que sdo: Descritivos/Explicativo, preditivos ou prospetivo;

Trabalhar com evidéncias (Exemplo: documentos, sensores, mapas, etc.).

2.2.4 Tipos de Andlise

Como ja foi referido, o BA ajuda as organizaces a tomar as melhores decisdes fornecendo

aos gestores, de forma mais intuitiva, uma visdo do negdcio. O BA é um processo que se inicia

com um conjunto de dados relacionados com o negdcio, sendo composto por trés tipos de

anadlises: andlise descritiva, andlise preditiva e andlise prospetiva.

Andlise descritiva responde a8 questdo “O que é que aconteceu?”, através da
consolidacdo de dados utilizando Business Intelligence e Data Mining (DM) para
fornecer informacGes sobre o passado ou acontecimentos do presente e quais as suas
possiveis causas (Appelbaum, Kogan, Vasarhelyi, & Yan, 2017; Bayrak, 2015). Esta
informacdo pode ser representada através de dashboards, indicadores de
desempenho (KPI's — Key Performance Indicators) ou outro tipo de visualizacdo. O
objetivo deste tipo de andlise é obter uma visdo geral dos dados, para perceber por
exemplo, a frequéncia em que ocorre determinados eventos (Bayrak, 2015). Este tipo
de analise ajuda aos gestores a perceber qual o comportamento do desempenho da
organizacdo ao longo do tempo ajudando assim, a realizar uma melhor gestao do
negécio.

Andlise preditiva utiliza um conjunto de técnicas e modelos que se enquadram na
categoria de Data Mining, para prever as tendéncias futuras com base na analise
descritiva, respondendo & questdo “O que podera acontecer?” (Appelbaum et
al.,2017). A andlise preditiva utiliza dados acumulados ao longo do tempo para a
realizacdo de cdlculos para prever os possiveis comportamentos ou eventos num
futuro préximo, tendo por base esses dados do passado (Philpott, 2010).

Andlise prospetiva responde a questdo “O que poderd ser feito?” com base nos
resultados da analise descritiva e preditiva. De acordo com Appelbaum et al.,(2017),

este acredita que a andlise prospetiva vai para além da analise descritiva e preditiva,



pois esta oferece uma ou vdrias sugestdes de solu¢cdes mostrando ainda o resultado
de cada uma delas. Estas sugestdes podem ser sob forma de resposta de “sim” ou
“nao” para problemas especificos ou, por exemplo, um plano completo de producao
(Sharda, Asamoah, & Ponna, 2013). A analise prospetiva ajuda a alocar os recursos
com base nas oportunidades que foram previstas para adquirir vantagem

(Schniederjans, Schniederjans, & Starkey, 2014).

2.2.5 Desafios do Business Analytics

As organizagdes que implementam BA devem ter em consideragao os desafios e obstaculos
para beneficiar ao maximo o BA. Segundo Davenport (2006) as organiza¢des para beneficiar
ao maximo o BA e tirar o melhor dos dados que constantemente recolhem e armazenam,
devem construir as culturas certas, contratar as pessoas certas e utilizar as tecnologias certas.
A seguranca e privacidade dos dados tornou-se uma preocupacao para os consumidores. Pois
o BA envolve o manuseamento de dados pessoais dos consumidores. Com situa¢des de
ameaca de roubo de identidade, o manuseamento dos dados dos consumidores torna-se
limitada, condicionando a forma como as organiza¢des podem criar listas de clientes, como
os podem contactar e construir as suas mensagens. Por isso, o compartilhamento de dados
por todas as areas da organizacdo é desafiante, pois os dados necessitam de ser protegidos e
€ necessario manter a privacidade e confidencialidade de alguns dados mais sensiveis (Bose,
2009).

Outro desafio identificado por Bose (2009), é a prépria utilizacdo das tecnologias. As pessoas
precisam de ser treinadas para compreenderem e utilizarem essas tecnologias, caso contrario
ndo conseguem retirar o seu potencial ao maximo. Para além disso, o autor refere também
gue o resultado final da analise dos dados é desafiante. O resultado precisa de ser simples,

conciso, legivel e utilizavel.
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2.3Big Data

A evoluc¢do da tecnologia nos ultimos anos teve como uma das consequéncias o crescimento
de dados em grande escala. Este crescimento fez também com que fosse necessdrio a criagdo
de novas bases de dados e de tecnologias que fossem capazes de lidar com esta enorme
quantidade de dados.

Nos dias de hoje as pessoas lidam com diferentes tipos de sistemas eletronicos. Com o
desenvolvimento de tecnologias como a internet sem fios, smartphones, laptops e tablets fez
com que estar conectado fosse um fator preponderante no quotidiano da sociedade. Simples
atividades como verificar a caixa de e-mail ou partilhar contelddos nas redes sociais geram
dados que de alguma forma diz qual a rotina do utilizador e o seu comportamento. Estes
dados podem ser utilizados para estudar o comportamento dos utilizadores assim, as
empresas podem adaptar os seus servicos e/ou produtos as reais necessidades do seu
publico(C. Lima & Calazans, 2013).

Devido a esta enorme quantidade de dados e por vivermos numa sociedade que faz uso
crescente das tecnologias, comecaram a surgir dificuldades em relacdo ao seu

armazenamento e processamento surgindo assim o conceito Big Data.

2.3.1 Definicao

Existem varias definicdes para o termo Big Data, ou seja, este pode ser entendido de
diferentes formas.

Uma das definicdes mais comum define Big Data como sendo uma grande quantidade de
dados complexos onde a tecnologia tradicional ndo tem capacidade para guarda-los,
processa-los e visualiza-los para posteriores analises(Sagiroglu & Sinanc, 2013).

Também Chen, Mao & Liu (2014) declara que Big Data, de modo geral, € um conjunto de
dados que ndo podem ser entendidos, adquiridos, geridos e processados pelas técnicas
tradicionais de tecnologias de Informacdo e ferramentas de software/hardware.

Para Gupta & Chaudhri (2015), Big Data é definido como grande volume, grande velocidade e
grande variedade que exigem formas inovadoras e econdmicas de processamento da
informacdo de forma a melhorar a tomada de decis3o.

No entanto, Hurtwitz, Nugent, Halper & Kaufman (2013), referem-se ao Big Data como nao

sendo uma Unica tecnologia, mas sim uma combinacdo de tecnologias antigas e novas. Com
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esta combinacdo de tecnologias, segundo o autor, ajuda as organizacbes a obter
conhecimento pratico.

As defini¢cdes de Big Data destes autores sao muito semelhantes, no entanto ha um consenso
em relagdao a incapacidade das ferramentas tradicionais em lidar com este crescimento de
dados em grande escala. Porém, Gupta & Chaudhari (2015), afirmam que a defini¢do original
de Big Data se foca em dados estruturados, mas que os investigadores se aperceberam que a
grande parte da informacdo se encontra em formato ndo estruturado, sendo que a maioria
em forma de texto e imagem.

Para além destas defini¢des acima mencionadas, podemos definir Big Data com um conjunto
de propriedades associados ao conceito assim como os seus desafios.

E importante referir que, para o desenvolvimento desta dissertac3o, a defini¢gdo considerada
para Big Data foi um grande volume de dados complexos, onde a tecnologia tradicional ndo

tem capacidade para os processar, armazenar e visualizar para posteriores andlises.

2.3.2 Caracteristicas e Desafios

Os autores referidos acima caracterizam o Big Data como tendo trés principais componentes,
conhecidos como os trés Vs do Big Data: variedade, velocidade e volume. No entanto, alguns
autores foram mais longe e acrescentaram outras componentes como variabilidade,
complexidade e valor (Katal, Wazid, & Goudar, 2013). Para além destes componentes ha
autores que consideram a veracidade como uma componente do Big Data.

Posto isto, na lista seguinte estdao definidas as componentes que caracterizam o Big Data:

a) Volume

Grande parte das defini¢cdes de Big Data foca-se no tamanho dos dados. Assim sendo, é obvio
gue o Volume é uma das principais carateristicas do Big Data. Os dados sdo criados na escala
dos terabyte, as vezes pentabyte, através de vdrias fontes e dispositivos (L. C. B. de Lima,
2014). As redes socias produzem, por dia, dados na ordem dos terabytes (Katal et al., 2013).
Lidar com este grande volume de dados torna-se num importante desafio, pois este ndo para
de crescer e é dificil lidar com estes dados usando os sistemas tradicionais.

De acordo com Gupta & Chaudhari (2015), é o volume de dados que determina o valor e o
potencial dos dados e se pode ser considerado como Big Data ou ndo. O autor afirma também

gue o nome ‘Big Data’ por si sé ja contém o termo que esta relacionado com o tamanho.
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Uma das fungdes do Big Data é o processamento de grandes volumes de dados de baixa
densidade, dados que nao tém valor, como por exemplo cliques em paginas de Web, trafego
de rede, entre outros, transformando esses dados em dados de alta densidade, ou seja, dados

com valor(Heller, Piziak, & Knudsen, 2016).

b) Velocidade

Os dados sdo criados a alta velocidade, consequentemente os dados tém de ser processados
com maior rapidez. De acordo com Katal et al., (2013), esta caracteristica ndo é restringida
apenas a criacdo dos dados, mas também a velocidade a que os dados fluem. Por exemplo, os
dados provenientes de sensores estdo em constante movimento.

Segundo Maier (2013), o grande desafio da velocidade é o processamento, mas de acordo
com Portela, Lima & Santos (2016), esse desafio pode ser resolvido com as capacidades de

processamento, como o paralelismo e investimentos em hardware.

¢) Variedade

Como ja foi mencionado acima, os dados sdo criados a alta velocidade. Mas, para além disso,
estes dados tém origem de uma grande variedade de fontes e, geralmente existe em trés
tipos: dados estruturados, semi-estruturados e ndo estruturados. O tipo de dados
estruturados sdo aqueles onde a informacgao estd organizada, como se cada coluna e linha
fossem uma etiqueta. Desta forma, é mais facil analisar os dados. O contrario acontece nos
dados ndo estruturados, por exemplo texto, imagens, entre outros, isto porque, estes tipos
dados sdo aleatdrios e dificeis de analisar (Garg, Singla, & Jangra, 2016). Os dados semi-
estruturados é uma mistura entre dados estruturados e ndo estruturados, ndo tém
necessariamente um esquema fixo, mas pode se auto descrever (Hurwitz, Nugent, Halper, &
Kaufman, 2013).

De acordo com Lima (2014), esta variedade dos dados é desafiante no que diz respeito ao

processamento, armazenamento e gestdo dos dados.
d) Variabilidade
Esta caracteristica refere-se a inconsisténcia dos dados, dificultando a sua gestao.
O carregamento dos dados torna-se dificeis de gerir, especialmente com o aumento da

utilizacdo das redes sociais que normalmente geram picos no carregamento dos dados (Katal

et al.,, 2013).
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e) Veracidade

A qualidade dos dados pode variar. Para aqueles que analisam os dados a precisdao da sua
anadlise depende da veracidade da origem dos dados (Gupta & Chaudhari, 2015). Isto porque,
os dados tém origem de vdrias fontes e essas fontes podem conter dados repetidos, dados
nao verificados ou dados que ndo servem para nenhum propdsito, entre outros. Para os dados
serem Uteis estes devem ser confidveis e limpos, assim sendo é necessario despender tempo

em tornar os dados limpos e confidveis para o uso (Garg et al., 2016).

f) Vvalor

E necessario saber realizar as questdes certas aos dados. O utilizador pode executar certas
consultas aos dados e deduzir resultados importantes. Estes resultados, segundo o autor,
ajudam as pessoas a encontrar tendéncias nos negdcios, podendo assim, mudar as suas
estratégias no negdcio (Katal et al., 2013).

No entanto, encontrar valor nos dados requer analistas inteligentes e perspicazes, pois o
grande desafio do Big Data é o utilizador que estd a aprender a fazer as questdes certas,

através da realizagdo de suposicOes e a previsao de comportamentos (Heller et al., 2016).

g) Complexidade

A gestdo dos dados pode ser um processo complexo devido ao grande volume de dados.
Segundo Katal et al.,(2013), é necessario conectar e correlacionar relacionamentos,
hierarquias e as multiplas liga¢cdes dos dados

O rapido crescimento de dados traz consigo desafios em relagdo ao armazenamento,
processamento, gestdo e a sua analise. Os sistemas tradicionais de gestdo e andlise sdo
baseados em bases de dados relacionais, no entanto este tipo de bases de dados so se aplica
a dados estruturados, ou a dados ndo estruturados, ou, ainda a dados semi-estruturados
(Chen, Mao, & Liu, 2014).

Como ja foi dito, os sistemas tradicionais ndo conseguem lidar com grandes volumes e
heterogeneidade dos dados. Segundo o autor, existem dados com varios niveis de
heterogeneidade como estrutura, tipo, semantica organizacdo, granularidade e
acessibilidade. Assim sendo, a representacdo dos dados torna-se num desafio, pois o seu

objetivo é tornar os dados mais significativos para analise computacional, assim como para
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interpretagao do utilizador. Mas se essa representagao for realizada de forma incorreta pode
enviesar os dados originais e levar a uma interpretacao errada (Chen et al., 2014).

Outro desafio considerado é a gestdao dos dados, pois estes dados sao utilizados para tomada
de decisdo. Posto isto, é necessario que os dados sejam disponibilizados atempadamente e
de forma completa (Katal et al., 2013).

Processar uma grande quantidade de dados também pode ser desafiante pois pode levar a
uma grande quantidade de tempo. No entanto, para evitar isso, aquando a obtencdo e
armazenamento dos dados a criacdo de indices reduz o tempo de processamento (Katal et al.,
2013). Outra forma de reduzir o tempo de processamento, e de modo a minimizar custos de
rede, passa pelo processamento no local de armazenamento (Gupta & Chaudhari, 2015).

As ferramentas e técnicas essenciais para lidar com Big Data inclui gestao de base de dados,
como Data Warehousing (DW), Data Mining, dashboards e as tecnologias associadas (Davis,
2014).

Para além destes desafios, o Big Data conduz a outros processos. Esses processos sdo a
agregacao de tecnologias e analises que sao utilizadas para definir o valor dos dados (Ohlhorst,
2012).

As melhores tecnologias e conceitos definidos como categorias de analise sdo as seguintes

(Ohlhorst, 2012):

e Business Intelligence tradicional (Bl): consiste em um conjunto de categorias de
aplicagOes e tecnologias para adquirir, armazenar, analisar e providenciar acesso aos
dados. Em Bl sdo realizadas andlises em profundidade de dados detalhados do
negdcio, adquiridos através de bases de dados, dados de aplicacdes entre outros. Em
certas circunstancias, Business Intelligence oferece visdes histéricas, atuais e preditivas
de operacgdes de negécio.

e Data Mining: os dados sdo analisados de diferentes perspetivas para obter dados
considerados Uteis. As técnicas de Data Mining sdo geralmente utilizadas na
modelacdo e descoberta de conhecimento para previsao.

e Aplicagbes Estatisticas: utilizam algoritmos baseados em principios estatisticos e
geralmente, foca-se em dados relacionados com pesquisas, censos entre outros

conjuntos de dados estatisticos. As aplicagOes estatisticas, tem como ideia principal o
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estudo de amostras que podem ser utilizadas para estudar um conjunto de dados com
a finalidade de estimar, testar e realizar analise preditiva.

e Andlise Preditiva: estd relacionado com aplica¢des estatisticas onde sdo examinados
um conjunto de dados com o objetivo de realizar previsdes, baseadas em tendéncias
e informacgao recolhida de bases de dados. Esta andlise tem como objetivo identificar
riscos e oportunidades para os processos de negdcio, mercados e industrias.

e Modelacdao de dados: aplicacdo de cendrios “what-if” através de algoritmos, que

podem ser aplicados a varios conjuntos de dados.

Estas categorias de analise sdo apenas alguns exemplos de porqué o Big Data ter valor

intrinseco nas organizag¢Ges e como ajudam as organizacdes a obter vantagem competitiva.

2.3.3 Tecnologias Big Data

Nesta seccdo serdao apresentadas algumas das varias tecnologias Big Data.

2.3.3.1 Apache Hadoop

Esta framework permite o processamento distribuido de grandes dados em clusters , ou seja,
o processamento é distribuido por varios nés de forma a que o processo de maior consumo
seja executado no né mais disponivel ou subdividido por varios. Com isto, o sistema continua
a trabalhar no caso de um né falhar (Thillaieswari, Phil, & Ed, 2017). O facto de o Apache
Hadoop trabalhar em cluster significa que todo o sistema tem uma configuracdo idéntica, ou
seja, trabalha em um ambiente homogéneo (J. Singh & Singla, 2015).

O Apache Hadoop inclui o HDFS (Hadoop Distributed File System) e o Map Reduce:

e HDFS: O Hadoop Distributed File System é um sistema de ficheiros distribuido para
armazenar grandes dados em maquinas distribuidas de forma confiavel, uma vez que
deteta falhas e as recupera automaticamente (Thillaieswari et al., 2017). A arquitetura
deste sistema de ficheiros é baseada na arquitetura “master slave”. Esta arquitetura
consiste em trés nds sendo estes, Name Node, Data Node e Secondary Name Node. O

Name Node, que representa o master e varios Data Node que representam os slaves,

! Fonte: http://Hadoop.apache.org/
Data de acesso: 27/08/2018
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€ o responsavel pela forma como os arquivos sao divididos em blocos e armazenados
pelos varios Data Node. Esses blocos sao replicados para proporcionar confiabilidade
e disponibilidade. Nos Data Nodes também sdo executadas tarefas de leitura e escrita
controladas pelo Name Node. O Secondary Name Node é o responsavel pela leitura
periddica do sistema de arquivos, fazendo o registo das alteracdes com o intuito de
ajudar o Name Node nas atualizagGes, mas nao é considerado como um backup (Ghazi
& Gangodkar, 2015; Prasad & Rajesh, 2017).

e MapReduce: Esta plataforma permite o processamento de grandes dados em paralelo
nos clusters. Os dados sdo divididos em grandes blocos independentes, a cada bloco é
atribuido uma “key-value” que sdo posteriormente processados pela tarefa “Map”. O
“Map” utiliza como entrada um par de “key-value” e gera uma lista de pares de “key-
value” intermediarios. De seguida, esses “key-value” intermediarios sdao agrupados
com aqueles que tém a mesma chave intermedidria. Por fim, a tarefa “Reduce” une as
“key-value” que tém a mesma chave e produz o resultado final (Inoubli, Aridhi, Mezni,

Maddouri, & Mephu Nguifo, 2017).

2.3.3.2 Apache Spark

O Apache Spark é um framework de rapido processamento de Big Data. Esta plataforma é um
sub projeto Hadoop, sendo este uma alternativa ao MapReduce. O Hadoop suporta ambas
plataformas (Jonnalagadda, Srikanth, Thumati, Nallamala, & Dist, 2016).

A velocidade de processamento é um fator importante quando se fala em grandes dados,
pois determina a forma como esses dados s3ao explorados, de forma interativa ou esperar
minutos ou horas. Esta plataforma oferece processamento em memoaria e disco, sendo esta
mais eficiente do que o MapReduce. Segundo Jonnalagadda et al.,(2016), o Spark ajuda a
processar uma aplicacdo no Hadoop, uma vez que é 100x mais rapido no processamento em
memodria e 10x mais rapido em processamento em disco (Belouch, El Hadaj, & Idlianmiad,
2018; Jonnalagadda et al., 2016).

Para além de ser uma alternativa ao MapReduce, o Spark também oferece um conjunto de
ferramentas como o Spark Core onde s3do construidas outras funcionalidades e extensoes,

Spark Streaming, Spark SQL para manipular dados usando linguagem SQL, Spark MLLib que
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oferece uma biblioteca de algoritmos de machine learning e GraphX para computagdo grafica

(Inoubli et al., 2017).

2.3.3.3 Apache Storm

Esta framework permite o processamento de grandes dados em tempo real. O Apache Storm
é tolerante a faltas, permite a analise em tempo real, machine learning, computacao continua,
ETL, entre outros (Inoubli, Aridhi, Mezni, Maddouri, & Mephu Nguifo, 2018).

Segundo Morais (2015), o cluster do Storm é ligeiramente semelhante ao do Hadoop, uma vez
gue no Hadoop sdo executados tarefas de MapReduce e no Storm s3o executadas
“topologias”. A diferenca entre estas execugdes é o facto de que uma execucdo de uma tarefa
de MapReduce eventualmente termina, enquanto que uma topologia nunca acaba, a
plataforma continua a processar os dados conforme vao chegando, a ndo ser que seja dada a

ordem para terminar.

2.3.3.4 Apache Flink

Esta framework permite o processamento de dados em tempo real e batch. O Apache Flink
processa os dados a uma grande velocidade. Devido a sua arquitetura pipeline os dados em
tempo real sdo processados com maior rapidez e com menor laténcia do que as arquiteturas
“micro-batch” (Jena, 2017). Esta framework permite ainda que sejam processados dados em
tempo real provenientes de outras ferramentas como Flume e Kafka (Inoubli et al., 2017).

O Apache Flink além de ser considerado um processador de dados completo e eficiente, possui
uma API| especializada para o processamento de dados estaticos, oferecendo fun¢des como

join, grouping e bibliotecas para andlise de graficos e machine learning (Carbone et al., 2015).

2.3.3.5 Pig

Pig consiste em uma linguagem de alto nivel para expressar programas de analise de dados,
tem como uma das caracteristicas principais o processamento em paralelo que permite lidar
com grandes dados. Através do compilador Pig, sdo produzidas sequéncias de programas
MapReduce. A linguagem Pig consiste em uma linguagem textual denominada Pig Latin (The

Apache Software Foundation, 2018).
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2.3.3.6 HBase

O HBase é uma base de dados orientada a colunas, tolerante a faltas que é executado sobre
o HDFS. Permite gravar e ler dados no sistema de ficheiros HDFS em cenario de tempo real(J.
Singh & Singla, 2015).

Os dados no HBase sdo organizados em tabelas, essas tabelas sdo compostas por varios
arquivos e blocos HDFS, onde cada um é replicado pelo Hadoop (Vora, 2011).

Em semelhanca com o HDFS e MapReduce, o HBase também apresenta uma arquitetuta
baseada em “master slave”. O HMaster (master) é o responsdvel por atribuir regides a
HRegionServers (slave) e por recuperar falhas de HRegionServer. O HBase ndo suporta

linguagem SQL(Vora, 2011).

2.3.3.7 Hive

Hive é um software de data warehouse, estando este assente sobre Hadoop, utilizado para
consultar, gerir e analisar grandes dados. A linguagem utilizada é o HiveQl, sendo esta
semelhante a linguagem SQL (Structured Query Language) utilizada na consulta de petabytes
de dados. E utilizado para a analise de dados no HDFS e oferece suporte para MapReduce
(Narasimhan & Bhuvaneshwari, 2014).

Os dados no Hive sdo organizados em tabelas, particGes e buckets. Cada tabela tem associada
um diretério do HDFS. Cada tabela pode ter uma ou mais particdes que determinam a
distribuicdo dos dados dentro dos subdiretérios do diretério da tabela. Os dados em cada
particao, podem ser divididos em intervalos com base no hash de uma coluna na tabela. Cada

bucket é armazenado como um arquivo no diretdrio da particdo(Thusoo et al., 2009).
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2.4Big Data Analytics

Como ja foi referido, os desafios do Big Data passa pela sua andlise, armazenamento e
processamento e, nos dias de hoje as organiza¢des armazenam e recolhem mais dados, pois
é uma parte essencial para obter vantagem competitiva. Assim sendo, a capacidade de
analisar grande volume de dados traz vantagens para as organizagoes.

As organizacBes necessitam de informacdes relevantes, para isso precisam de processos
eficientes para transformar grande volume de dados em informacao relevante para o negdcio.
Este processo pode ser dividido em dois grupos: gestdo de dados e analise. A gestdo de dados
passa pelo armazenamento e aquisicdo de dados, através de processos e tecnologias, para
posteriores andlises. A andlise de dados envolve técnicas para adquirir valor a partir de dados
importantes. Na Tabela 1 estdo descritas algumas técnicas, que abrangem outras técnicas,

para a andlise de dados estruturados e ndo estruturados (Gandomi & Haider, 2015):

Tabela 1- Técnicas de Big Data Analytics. Adaptado de (Gandomi & Haider, 2015)

Técnicas Descrigao

A andlise de texto refere-se a técnicas que extraem informacdes

de dados textuais, como por exemplo e-mails, respostas a
Text Analytics
pesquisas, feeds de redes sociais, etc. As andlises realizadas
(Andlise de texto)
envolvem andlises estatisticas, machine learning e linguagem

computacional.

A andlise de audio analisa e extrai a informacdo de dados de

audio nado estruturados. Quando aplicado a linguagem humana,
Audio Analytics
. é referido também como anadlise da fala. Os centros de
(Analise de Audio)
atendimento ao cliente e os cuidados de saude sao as areas de

aplicacdo primaria de analise de audio.

A andlise de video envolve técnicas para monitorar, analisar e
Video Analytics extrair informacoes significativas de fluxos de video. A andlise de
(Analise de Video) video pode ser utilizada como uma forma de detetar problemas

em zonas restritas, identificar objetos removidos, entre outros.
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Técnicas

Descricao

Social Media Analytics

(Andlise de Redes

A analise de redes sociais refere-se a andlise de dados
estruturados e ndo estruturados. As redes socias abrangem

varias plataformas online que permite aos utilizadores criar e

(Andlise Preditiva)

Sociais)
trocar conteudos.
A andlise preditiva envolve varias técnicas que prevé resultados
Predictive Analytics futuros com base em dados histdricos e atuais. Pode ser utilizado,

por exemplo, para prever os proximos movimentos dos clientes

com base naquilo que eles compram e quando compram.

Segundo McKinsey & Company (2011), existem inUmeras técnicas para a andlise de dados

baseadas, por exemplo, em estatistica e ciéncias da computacao. Na Tabela 2, serdo descritas

apenas algumas técnicas mais especificas, que podem ser aplicadas a grandes e variados

conjuntos de dados.

Tabela 2- Técnicas de andlise de Big Data. Adaptado de(McKinsey & Company, 2011)

Técnica

Descricao

Association rule learning

E um conjunto de técnicas utilizadas para descobrir
relacionamentos. Consistem numa variedade de algoritmos
para gerar e testar possiveis regras. Por exemplo, um vendedor
pode determinar quais os produtos que normalmente sdo
comprados juntos e utilizar essa informacdao para
comercializacdo (por exemplo: os compradores que compram

fraldas também costumam comprar cerveja).

Machine Learning

Esta relacionado com o desenvolvimento de algoritmos que
permitem, aos computadores, evoluir comportamentos com
base em dados empiricos. Em Machine Learning o objetivo é
aprender automaticamente a reconhecer padrées complexos e
tomar decisoes inteligentes. Um exemplo de Machine Learning

é o processamento de linguagem natural.
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Técnica

Descricao

Neural Networks (Redes

Sao modelos computacionais inspirados no funcionamento de

redes neurais bioldgicas, como conexdes dentro do cérebro.

Neurais) Sao utilizados para o reconhecimento e otimizagdao de padrdes.
E utilizada para analisar qualquer tipo de rede, por exemplo
redes sociais. Na andlise de redes socias sao mapeados os
Network analysis

relacionamentos entre individuos.

Visualizagao

S3o técnicas para criar imagens, diagramas, graficos ou
animacoes para comunicar, perceber e melhorar os resultados

de analise de grandes dados.

Portanto, o Big Data Analytics é a aplicacdo de técnicas de analise avancada que operam em

grandes conjuntos de dados (Russom, 2011) . No entanto, Analytics é um termo abrangente

para aplicacoes de andlise de dados (Watson, 2014).

Arunachalam, Kumar & Kawalek (2017), afirmam existir um padrao de evolu¢cdo em relacdo as

terminologias e ao desenvolvimento de capacidades adequadas para a tomada de decisdes

apoiadas nos dados.
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Figura 3- Evolugdo do Big Data Analytics. Retirado de (Arunachalam, Kumar, & Kawalek, 2017).

Entre as solugbes tradicionais de Bl e as tecnologias de Big Data, a principal diferenca
identificada por Arunachalam et al,.(2017), é a escalabilidade e a capacidade de armazenar
uma variedade de tipos de dados em tempo real. Uma vez que, a maioria dos sistemas
tradicionais de Bl ndo sdao adequados e s6 podem armazenar e analisar dados estruturados,
agregados em intervalos de tempo especificos.

Como se pode ver na Figura 3, o Big Data Analytics ndao é novo, foi evoluindo ao longo do
tempo de modo a responder as novas necessidades de processamento de informacdo das
organizacdes, pois de 1950 a 2010 a complexidade dos dados aumentou gradualmente

(Arunachalam et al., 2017).

2.5Plataforma Pervasive Data Mining Engine (PDME)

Relativamente a analise de grandes dados, tem vindo a ser desenvolvida uma plataforma on-
line que permite realizacdo de analises estatisticas.

Esta plataforma foi desenvolvida com o intuito de tornar mais facil a utilizacdo de motores de
Data Mining. Este novo conceito reldne as caracteristicas gerais dos motores de Data Mining

com as caracteristicas da computacdo generalizada (Peixoto, Portela, & Santos, 2016) .
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A construgao desta solugao foi realizada como auxilio da ferramenta R, base de dados
contruida em MySQL e das linguagens de programa¢ao HTML, JavaScript, PHP e JQuery
(Ribeiro, 2017).

O objetivo principal desta plataforma é fornecer funcionalidades de Data Mining e os seus
resultados automaticamente e em tempo real, para qualquer pessoa, em qualquer momento
e lugar. Neste estudo foram utilizados dados provenientes do Centro Hospitalar do Porto
(CHP) (Peixoto et al., 2016).

Esta plataforma permite realizar analises estatisticas aos dados de forma automatica,
mostrando aos utilizadores, de forma agradavel, simples e de facil compreensdo, os
resultados. Realiza ainda diferentes andlises conforme o tipo de dados, qualitativos ou

quantitativos (Ribeiro, 2017).

2.6 Aplicagoes do Big Data Analytics

Virios setores de industria ja utilizam os “grandes dados” com o intuito de analisar as
evolucdes de vendas, assim como melhorar ou adaptar os seus produtos/servicos as novas

necessidades dos clientes, sejam elas necessidades atuais ou futuras

2.6.1 Big Data Analytics na saude

Na drea da saude é fundamental registar informacdes acerca dos pacientes, como anotagdes
médicas, relatdrios laboratoriais, histdrico clinico, relatérios de raio X, regime de dieta, assim
como lista de médicos e enfermeiros de um determinado hospital (Archenaa & Mary Anita,
2015).

Por isso, a drea da saude gera, desde sempre, uma grande quantidade de dados provenientes
do atendimento ao paciente, manutencdo de registos, entre outros (Raghupathi &
Raghupathi, 2014). De acordo com os autores, esta grande quantidade de dados promete
melhorar a qualidade de prestacdo de cuidados de saude a populagdo assim como, apoiar a
tomada de decisao nas fungdes médicas.

De acordo com Raghupathi e Raghupathi (2014), com base nesta grande quantidade de dados,
gerados na area da salde, é possivel prever resultados através do estudo de tendéncias,

diagndsticos, tratamentos, entre outros, e assim obter melhores resultados no que diz
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respeito ao cuidado do paciente. Com isto, é possivel detetar doencas em fases iniciais, onde
ainda podem ser facilmente tratadas.

Segundo Archenaa & Mary Annita (2015), os “grandes dados” sdo necessarios na drea da
salde para melhorar a qualidade do tratamento do paciente. Isso, segundo os mesmos

autores, é possivel através dos seguintes aspetos:

e Fornecer servigos centrados no paciente — Através de um tratamento baseado em
evidéncias, detetando doencas nas fases inicias com base nos dados clinicos
disponiveis, conduz a um alivio mais rapido ao paciente fornecendo medicamentos
eficientes e nas doses necessarias evitando efeitos colaterais.

e Detecdo de doencgas que se propagam com maior rapidez — Através da andlise dos
registos sociais dos pacientes, que sofrem de uma determinada doenca numa geo-
localizagdo especifica, é possivel identificar doencas e tomar medidas preventivas
necessarias.

e Avaliar a qualidade dos hospitais — Através de uma avaliagcdo periédica é possivel
verificar se os hospitais estao de acordo com as normas estabelecidas, possibilitando
o governo a tomar as medidas necessdrias contra a desqualificacdo dos hospitais.

e Melhorar os métodos de tratamento — Através da analise de dados de pacientes que
ja sofreram determinados sintomas, ajuda ao médico tomar uma melhor decisao

oferecendo assim, um tratamento mais eficaz ao paciente.

Posto isto, a atual seguranca e facilidade na partilha de informacdo auxilia a realizacdao de
estudos e ainda, a criagdao de novas abordagens na prestacao de cuidados através da andlise

de dados histéricos e atuais(Groves, Knott, Kayyali, & Van Kuiken, 2013).

2.6.2 Big Data Analytics no Governo

Ao contrario do que acontece em grande parte das organizacdes, no governo as decisdes
demoram muito mais tempo a serem tomadas pois, normalmente necessitam de
consentimento mutuo de um grande conjunto de atores (Kim, Trimi, & Chung, 2014).

De acordo com Archenaa & Anita (2015), os “grandes dados” ajudam o governo a melhorar

determinados servigos, como:
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e Qualidade na educagdao — Através dos dados acerca da populagao, o governo tem
conhecimento das criancas que ja tém idade para frequentar a escola e assim,
consegue avaliar as suas necessidades educacionais.

e Reduzir o desemprego — De forma a minimizar a taxa de desemprego, sao realizados
estudos preditivos, como o numero de estudantes que saem da universidade em cada
ano, com o intuito de apresentar a taxa de alfabetizacdo e oferecer cursos especiais
para diminuir a taxa de desemprego e de alfabetizacdo.

e Proporcionar as necessidades basicas com maior rapidez — Através da andlise diaria
dos grandes dados as pessoas com necessidades serao detetadas com maior rapidez,

com isto o problema serd resolvido imediatamente.

Estes sdo alguns exemplos de como o “Big Data” pode ajudar o governo a proporcionar uma
melhor qualidade de vida aos cidadaos. Através da sua andlise didria os problemas serao

detetados mais rapidamente e, consequentemente, serdo resolvidos com prontidao.
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3. ABORDAGEM METODOLOGICA

3.1Descrigao das abordagens metodologicas

3.1.1 Case Study

A metodologia Case Study envolve um estudo intensivo e detalhado de uma entidade bem
definida. Esta metodologia é também designada para divulgar os pontos de vista dos
participantes, utilizando varias fontes de dados (Coutinho & Chaves, 2002; Tellis, 1997).

De acordo com Noor (2008), o objetivo de um caso de estudo ndo é estudar uma organizacao
inteira, por exemplo, mas sim se concentrar em uma questao especifica, caracteristica ou
unidades de analise.

De acordo com Runeson & Host (2009), existem trés metodologias, que estdo relacionadas

com o caso de estudo. Na Tabela 3 estdo descritas cada uma delas.

Tabela 3- Defini¢do de metodologias Survey, Experiment e Action Research. Adaptado de (Runeson & Host, 2009)

Definigao

Fornece uma descricdo quantitativa ou numérica de tendéncias,
Survey atitudes ou opinides de uma populacdo através do estudo de uma

amostra de uma populacdo (Creswell, 2014).

Experiéncia ou experiéncia controlada caracteriza-se pela medicao
Experiéncia
dos efeitos de uma variavel em outra variavel. Testa o impacto de
(Experiment)
uma intervencdo sobre um resultado (Creswell, 2014).

Investigacdo Ac¢do | Investigacdo Acdo tem como objetivo influenciar ou mudar algo, estd

(Action Research) | focada no processo de mudanca.

Para Yin citado por Coutinho & Chaves (2002) o caso de estudo pode ter como objetivo
explorar, descrever ou explicar.
A metodologia caso de estudo, de acordo com Yin citado por Tellis (1997), apresenta quatro

areas de aplicacdo, sendo elas:

e Explicar ligacOes casuais complexas nas intervencdes da vida real;
e Descrever o contexto da vida real em que ocorreu a intervengao;

27



e Descrever a propria intervengao;
e Explorar as situacdes nas quais, a intervencao avaliada, ndo possui um conjunto claro

de resultados.

3.1.2 Benchmarking

Benchmarking é um processo para medir e comparar, continuamente, processos de uma
organizacao em relagdao aos melhores, tendo como objetivo melhorar o seu desempenho
através de informacdes Uteis (Madeira, 1999). De uma forma mais direta, o Benchmarking
trata-se de um processo de avaliacdao e melhoria do desempenho (Maire & Buyukozkan, 1997).
De acordo com Elmuti e Kathawala(1997), Benchmarking é mais do que um meio para reunir
informacao sobre o desempenho de uma organiza¢do em relagao a outras. Para além disso, o
Benchmarking pode ser utilizado como uma forma de identificar novos modos de melhorar os
processos e identificar novas ideias.

De acordo com Sarkis (2001), a literatura sobre metodologias de Benchmarking apoiam a

abordagem de melhoria continua composta por quatro fases:

e Fase 1 - Planear: Consiste no planeamento do projeto onde é definido o ambito do
projeto, a abordagem de recolha de dados e requisitos e a definicdo dos critérios
(APQC, 2017).

Esta fase envolve a identificacdo da estratégia do negdcio ou processo a ser
comparado, assim como a sua compreens3o. E importante comecar por identificar
quais os pontos fortes e quais os problemas (Maire & Buyukozkan, 1997);

o Fase 2 — Recolher: Nesta fase é realizada a recolha dos dados com base na abordagem

estabelecida no planeamento (APQC, 2017).
Esta etapa envolve a recolha de informacdo sobre a performance e praticas das
melhores organizacdes. A recolha de dados do site é também importante para
perceber, de forma mais aprofundada os processos da organiza¢do para as melhorias
a realizar (B. Singh, Grover, & Singh, 2013);

e Fase 3 — Analisar: Esta fase consiste na andlise e validagao da informagao recolhida,
para identificar os niveis de desempenho, indicadores e modelos de desempenho

(APQC, 2017).
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Esta fase permite identificar falhas de desempenho e as possiveis causas, assim como
as melhores praticas (Sarkis, 2001; B. Singh et al., 2013) .

e Fase 4 — Adaptar: Esta ultima fase consiste em desenvolver um plano de acdo para a
mudanca (APQC, 2017).
Esta ultima fase envolve esforcos de mudanca da organizacdo com o objetivo de
melhorar o seu desempenho de acordo com as conclusdes do estudo (Madeira, 1999;
Sarkis, 2001).

Estas fases de Benchmarking incorporam um processo como se pode ver na Figura 4.

1- Estabelecer a necessidade de

Benchmarking
A

:

3- Selecionar indicadores de referéncia l«——
1 4- Recolher e analisar dados para
——

identificar falhas no desempenho,

processos e praticas
Desenvolver o Modelo L

“TO-BE”

A

v

\ 4

6- Identificar as falhas e 7— Implementar o plano para superar as

planear a forma de as falhas e monitorizar os resultados N
superar

Figura 4 - Processo de Benchmarking. Adaptado de (Singh, Grover, & Singh, 2013)



3.2 Aplicacao da abordagem metodoldgica
3.2.1 Metodologia Case Study

Inicialmente, depois de definidas as fontes de dados a utilizar, foi realizada a recolha de
informacdo referente a Business Analytics, Big Data e as suas aplicacdes. Devido as vastas
abordagens de Business Analytics foi definido qual a drea de Business Analytics a abordar,
assim sendo foi selecionada a drea de Data Mining em contexto Big Data. De seguida, foram
analisados estudos realizados referentes as diferentes ferramentas de Data Mining e quais

dessas ferramentas permitem a analise de Big Data.

3.2.2 Metodologia Benchmarking

Nesta metodologia, o objetivo consistiu em encontrar experiéncias comparativas de
desempenho na anadlise de Big Data, de ferramentas de Data Mining que permitissem a
andlise de dados em ambiente Big Data.
Como descrito no ponto 3.1.2 foram seguidas 4 fases. Na fase 1 (Planear), foram definidas
algumas palavras-chave para a pesquisa de experiéncias comparativas:

e Benchmarking;

e Performance comparison;

e Comparison;

e Comparative study;
e Comparative analysis.

As principais fontes utilizadas para a pesquisa, foram as seguintes:

e Google Scholar;
e Science Direct;
e Google.

Nesta pesquisa apenas foram selecionados artigos que ndo excedessem 5 anos da data de
publicacdo, de modo a haver um maior rigor.

Na fase 2 (Recolher), foram recolhidas algumas experiéncias com base nos resultados
apresentados utilizando as palavras-chave definidas na fase 1. Foram pesquisadas varios
estudos comparativos e benchmarkings realizados as ferramentas previamente selecionadas

para o benchmarking.

30



De seguida, na fase 3 (Analisar) as experiéncias recolhidas na fase anterior foram analisadas e
selecionadas aquelas que mais se enquadravam com o objetivo desta dissertagao e as
ferramentas selecionadas.

Por fim, na fase 4 (Adaptar), foram apresentadas um conjunto de sugestdes de boas praticas
assim como, foram identificados os prds e contras desta abordagem em contexto

organizacional.
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4. DESAFIOS EM MINING BIG DATA

Analisar grandes conjuntos de dados pode ser desafiante, isto porque muitas das ferramentas
ndo sdo capazes de lidar com tais dados. Com as redes socias como o Facebook, Twitter,
Instagram, entre outras, sdao gerados grandes quantidades de dados dia apds dia a grande
velocidade. Ha dados que precisam de ser processados em tempo real e que podem ser
utilizados para a prever o comportamento de um mercado de a¢des, por exemplo. Para a
analise de dados em tempo real sdo necessarias ferramentas que suportam esse tipo de dados
(Hashmi & Ahmad, 2016). Alguns dados necessitam de ser processados logo apds o evento,
caso contrario perdem o seu valor e ja ndo terdo utilidade. MapReduce permite o
processamento de um conjunto fixo de dados mas ndo é apropriado para processamento de
streaming em tempo real. Os sistemas de processamento de streaming tém uma grande
capacidade de processar varios eventos (Ounacer, Talhaoui, Ardchir, Daif, & Azouazi, 2017).
Assim sendo, o processamento de streaming é importante porque permite o processamento
dos dados aquando da sua producdao. MOA (Massive Online Analysis) e SAMOA (Scalable
Advanced Massive Online Analysis) sdo exemplos de ferramentas utilizadas para
processamento de streaming.
Assim sendo, as tradicionais metodologias ou ferramentas de Data Mining ndo possibilitam o
armazenamento, gestao e analise de Big Data. No entanto surgiu o Big Data Mining, que é a
capacidade de extrair informacdo util de um grande conjunto de dados ou streams de dados
que, devido ao seu volume, variedade e velocidade a que sao criados, ndo era possivel antes
(Jaseena & David, 2014).
No entanto, lidar com Big Data por si sé ja é desafiante, a sua mineragdo continua a ser um
desafio. Os autores identificaram como desafios de Big Data Mining (Jaseena & David, 2014):

e Heterogeneidade;

e Escalabilidade;

e Timeliness;

e Complexidade;

e Privacidade.
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4.1Heterogeneidade

Como ja foi referido, Big Data é definido pela sua variedade, podendo ser estruturado, semi-
estruturado e ndo estruturado. No entanto, a presenca de diferentes regras ou padrdes nos
dados torna-se num desafio para a sua andlise. A conversao de dados nao estruturados para
dados estruturados de acordo com Jaseena & David (2014), é um desafio para Big Data Mining
Dados incompletos também pode ser considerado um desafio, devido as incertezas que estes
podem criar. Em Data Mining existe uma forma de lidar com dados incompletos, essa forma
baseia-se em ignorar os dados em falta ou insercdo de dados. Na insercdo de dados, as falhas
sdao preenchidas com o objetivo de melhorar o modelo criado com os dados originais (Jaseena

& David, 2014).

4.2 Escalabilidade e Complexidade

Como ja foi dito, as ferramentas tradicionais ndo sdo adequadas para lidar com este
crescimento dos dados e para processamento em tempo real, lidar com o volume dos dados
por si sé ja é um desafio. Assim sendo, a organiza¢ao, analise de dados, recuperagao e
modelacdo dos dados sdo também um desafio devido a escalabilidade e complexidade dos
dados a serem analisados (Jaseena & David, 2014).

Este desafio da escalabilidade pode ser ultrapassado através do processamento em paralelo.
Em Big Data é utilizado o modelo MapReduce criado pela Google, que, numa forma muito
breve, permite o processamento de varias entradas de dados de forma paralela(Che, Safran,

& Peng, 2013).

4.3 Timeliness and Privacidade

Devido ao volume e a complexidade dos dados, a andlise destes pode consumir muito tempo.
No entanto, existem situacdes onde os resultados da analise dos dados sdo necessarios no
momento. Devido a importancia dos dados na tomada de decisdo, a analise dos dados deve

ser realizada num certo periodo de tempo, caso contrario os resultados ja ndo terdo o mesmo
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valor ou podem até ser considerados inuteis (Jaseena & David, 2014)(Atanassov & Al-Barzniji,
2017).

A privacidade é também um desafio porque nas ferramentas utilizadas para andlise,
armazenamento, gestdo, etc., sdao analisados dados de varias fontes. Posto isto, existe o risco
de exposicdo de dados pessoais, tornando-os vulnerdveis. Assim sendo, os analistas devem
utilizar os dados com muito cuidado (Jothi, Amudha, & J, 2018).

Cada vez mais dados pessoais, como o niumero de cartdao de crédito, numero de seguranga
social, entre outros, estdo em risco de ser expostos, isto porque nos dias de hoje tudo é feito
pela internet, desde compras online ao acesso as contas bancarias. Com isto, cada vez mais é
necessario seguir todas as politicas de seguranca de modo a minimizar o risco de exposicdo

de dados (Che et al., 2013).

4.4Lidar com os dados

A andlise de um grande volume de dados pode trazer alguns desafios. No entanto, alguns
deles podem ser ultrapassados com a aquisicdao de novas tecnologias, hardware, software,
entre outros. Porém, é necessario olhar para todos os dados e saber tirar o maximo deles,
com base em um objetivo previamente definido. A seguir sdo apresentadas algumas sugestdes

de boas praticas quando liddmos com Big Data Mining:

o Colocar as questoes certas: numa organizag¢ao circulam varios dados de diversas
origens, assim sendo é necessario saber aquilo que a organizagdo necessita. Posto isto,
€ necessario saber colocar certas questdes, dependendo do propdsito e requisitos da
organizacdo, e também aquilo que ser quer como resultado. Posteriormente, os dados
tém de ser trabalhados de acordo com o que se definiu anteriormente, isto é, os dados
é que devem guiar o processo e ndo as tecnologias. No entanto, as pessoas também
sdo importantes em uma organizagao e precis