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Resumo

Mineracao de Dados em Sistemas OLAP

As diversas vantagens que os data warehouses tém proporcionado no que toca ao armazenamento
e processamento de informagao levaram a uma subida substancial na aquisicdo deste tipo de
estruturas por parte das organizacdes. De facto, os data warehouses sao caracterizados por um
modelo de dados que permite, entre varias opcgoes, realizar pesquisas complexas, selecionar
conjuntos de dados de maior interesse, executar operagdes de sintetizacdo, fazer comparacdes de
dados e proporcionar diferentes visualizacdes dos dados. No entanto, a sua complexidade acarreta
diversos custos, nomeadamente custos de computagdo e de materializagdo. Por um lado, a pré-
computagao de um cubo a partir de um data warehouse proporciona tempos de resposta reduzidos
as pesquisas realizadas, mas, por outro lado, isso causa problemas no que toca a quantidade de
espaco de armazenamento necessario. As técnicas de mineracao de dados, nomeadamente
aquelas que consideram os algoritmos de mineracao de regras de associacdao, permitem encontrar
conjuntos de itens frequentes entre os dados, permitindo, consequentemente, definir um conjunto
de preferéncias de exploracao ou de utilizacdo. O estudo de preferéncias OLAP apresentado nesta
dissertacdo visa identificar os dados mais acedidos por parte dos utilizadores, de forma a ser
possivel chegar a um consenso sobre quais as partes de um cubo que n3ao s3o necessarias
materializar, uma vez que ndo sdo utilizadas em processos de andlise, mantendo tempos de
resposta das pesquisas aceitaveis e reduzindo significativamente a quantidade de memodria

utilizada.

Palavras-Chave: Descoberta de Padrdes; Preferéncias OLAP; Queries MDX; Algoritmos de

Mineracao, e Regras de Associagao.
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Abstract

OLAP Mining

The many benefits provided by data warehouses, in particular regarding to storage and data
processing, have led to a substantial growth of the data warehousing market and in the number of
organizations who adopted these systems.

In fact, the data model of this type of structures allows the user to perform a large number of
different operations: complex queries, find the most interesting information, aggregate and
compare different values, and to provide an interactive data visualization.

However, its complexity brings some computation and materialization costs. The pre-computation
of the all data cube can provide a precise and fast response to analytical queries, but it requires an
enormous quantity of space to storage all materialized views.

The application of data mining techniques, such as algorithms for mining association rules, allows
the discovery of frequent items among data and, consequently, the definition of OLAP preferences.
The study of OLAP preferences presented in this dissertation aims to identify the most accessed
parts in a data cube and to define which parts should be materialized. With the identification and
materialization only of the important parts for the analysis, it is possible to preserve a satisfactory

query response time, achieving a significant reduction of memory costs.

Keywords: Pattern Discovery; OLAP Preferences; MDX Queries; Data Mining, and Association
Rules.
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Introducao

Capitulo 1

Introducao

1.1 Contextualizacao

Nos Ultimos tempos tem vindo a registar-se um enorme crescimento na quantidade de dados
armazenados e na percepgao da informacdo util que dai pode ser retirada e aplicada em diversas
areas. Por isso, é de extrema importancia os desenvolvimentos que tém sido feitos nas areas de

Data Warehousing, processamento analitico de informagdo (OLAP) e mineracao de dados.

A mineracdo de dados, também conhecida por Knowledge Discovery in Databases (KDD), consiste
na analise exploratdria dos dados em grandes bases de dados, de forma a descobrir conhecimento
relevante, padroes e relacOes entre eles. Hoje em dia, as técnicas de mineracdo de dados sao
aplicadas em varias areas, desde vendas, seguros, medicina, telecomunicagGes, entre outras, com
os mais diversos propositos, tal como a deteccdo de fraudes, aumento de lucros, ou assisténcia em
pesquisas médicas (Seifert, 2004). A descoberta de conhecimento em bases de dados envolve
varias fases antes da aplicacdo de técnicas de mineracdo, que passam, nomeadamente, pela
limpeza dos dados, a sua integracdo, selecdo, e transformacdo e, sé depois, a sua mineracao, a
avaliagao de padres e a sua apresentacdo do conhecimento adquirido. As diversas técnicas de

mineracao tém vindo a ser exploradas e aplicadas em diferentes tipos de bases de dados, desde
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bases de dados relacionais, espaciais, multimédia, ou data warehouses, entre outras (Zaiane,
1999).

Um data warehouse é um dos elementos essenciais nas tecnologias de informacdo. Estas
estruturas multidimensionais permitem uma melhor analise e visualizacao dos dados, uma vez que
armazenam valores quantitativos, denominados medidas, ou seja, os objetos de analise, que sdo
usualmente definidos através de varias dimensGes de analise. As dimensoes indicam o contexto em
gue essa medida se insere. Em termos praticos, podem ser, por exemplo, produtos, cidades,
fornecedores, entre outros. A estrutura multidimensional vai-se formando através da agregagao
dessas dimensOes, obtendo diversas medidas para as diferentes combinacdes de dimensdes
(Chaudhuri and Dayal, 1997). Este modelo de dados permite, entre varias opgOes, realizar
pesquisas mais complexas, selecionar conjuntos de dados de maior interesse, executar operagdes
de sintetizacao, fazer comparagbes de dados sobre varias dimensoes e ter diferentes visualizacdes
dos dados, através de ferramentas de processamento analitico de informagGes (Sarawagi et al.,
1998).

Um facto pertinente na implementacdo deste tipo de estruturas é a sua computacdo. A
computacdo de cubos de dados envolve o calculo das varias agregacdes. A pré-computagao afeta
diretamente o tempo de resposta nas pesquisas realizadas. Quanto mais partes do cubo tivermos
materializadas, menor sera o tempo de resposta. No entanto isto traz alguns problemas,

nomeadamente no que se refere a quantidade de espaco de armazenamento necessario:

— uma pré-computacao de todo o cubo torna os tempos de resposta mais rapidos, mas vai
requerer bastante memoria;
— a ndo computacdo de qualquer parte do cubo minimiza a quantidade de memoria

requerida, mas os tempos de resposta vao ser mais lentos.

Por isso, quando se trata de estruturas multidimensionais € Util analisar que tipo de dados é mais
importante, os preferenciais, € chegar a um compromisso entre memoéria e tempo de
processamento/resposta para definir quais as células do cubo que se devem pré-computar (Mahar,
2009).
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1.2 Motivacoes e Objetivos

Usualmente, quando estamos a trabalhar sobre estruturas como os cubos de dados, existem varias
células materializadas que sdo pouco ou nada utilizadas, o que leva a uma utilizacao ineficiente de
espaco de armazenamento. Desta forma, a descoberta de padrdes de utilizagdo destas estruturas,
o estudo e andlise das pesquisas efetuadas, a identificacdo de células mais e menos acedidas,
assim como uma série de outros dados, podem ser bastante Uteis para contornar esse problema, e

consequentemente reduzir custos de execugao/computacao.

Visando o estudo de padrdes e a identificacao de relacionamentos entre os dados optou-se pela
aplicacdo de técnicas de mineracdo sobre uma estrutura de dados multidimensional. A estrutura
multidimensional em estudo consistiu hum conjunto de dados relativos aos acessos realizados por
utilizadores a um outro cubo de dados, isto €, um conjunto de gueries MDX (Multidimensional
Expressions) que foram realizadas sobre o cubo de dados ao longo do tempo. Este tipo de gueries,
utilizadas para realizar pesquisas em fontes de dados OLAP, retorna um conjunto de células desse
mesmo cubo. Assim, julga-se ser de grande utilidade analisar em pormenor as pesquisas
efetuadas, identificar as dimensdes e células mais acedidas, as menos acedidas e ainda outras
informacgdes que possam ser relevantes. A escolha de um algoritmo de mineracao de dados, como,
por exemplo, algoritmos de regras de associacdo, podem ser bastante Uteis para a realizagao deste

tipo de estudos.

A informacdo que podera ser obtida através deste estudo podera ter alguma relevancia, ndo so6 a
nivel académico mas também a nivel empresarial, dado que se nota um crescente investimento por
parte das empresas e organizacdes em data warehouses. E de salientar que investir num Sistema
de Data Warehousing pode ser custoso, ndo so a nivel da implementacdo mas também a nivel
monetario. Muitas vezes as empresas optam por ter toda a estrutura de dados materializada de
modo a obter uma melhor performance nas consultas realizadas, mas isso traz custos acrescidos,
nomeadamente na quantidade de memodria necessaria. Identificando os dados mais utilizados é
possivel chegar a um consenso das partes de um cubo que podemos nao materializar (as que
considerarmos, com base em algum critério, serem irrelevantes para os utilizadores), mantendo
tempos de resposta das pesquisas aceitaveis e reduzindo significativamente a quantidade de

memoria utilizada.
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1.3 Organizacao da dissertacao

Além do presente capitulo, esta dissertacdo esta organizada da seguinte forma:

Capitulo 2 — Preferéncias de Utilizagao OLAP. Neste capitulo, sera feita uma introdugao ao
conceito de estrutura multidimensional e gueries MDX. Sera ainda apresentada a definicdo
de preferéncias OLAP, em que consistem, e como surgiram a partir da necessidade de
contornar alguns problemas de utilizagdo de cubos OLAP, nomeadamente pesquisas

ineficientes, cujos resultados ndo satisfazem as necessidades de analise.

Capitulo 3 — Extracdo de Conhecimento em Estruturas Multidimensionais. Aqui serdo
apresentadas diversas abordagens de mineracdo de estruturas multidimensionais, dando
énfase especial a técnicas de mineragao de regras de associacao. Também serao revelados

alguns casos em que a mineracao de estruturas multidimensionais é vantajosa.

Capitulo 4 — O Caso de Estudo. Todo o processo de trabalho realizado com base neste
caso de estudo sera demonstrado neste capitulo, desde a recolha e preparacdo dos dados,
até a aplicacdo de técnicas de mineragao e extragao dos resultados. Os resultados foram
focalizados em duas vertentes de andlise, uma mais geral e outra temporal. Este capitulo
termina com a apresentacao do CubesDefiner, uma ferramenta desenvolvida com o
objetivo de permitir apresentar os resultados das preferéncias obtidas de forma simples ao

utilizador e como adapta-los as necessidades requeridas.

Capitulo 5 — Conclusdes e Trabalho Futuro. Finalmente, neste capitulo, serdo apontados
alguns comentarios e conclusdes sobre o trabalho realizado, assim como algumas ideias e

sugestdes para estudos futuros.
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Capitulo 2

Preferéncias de Utilizacao OLAP

2.1 Cubos OLAP e Queries MDX

Ao se falar em estruturas multidimensionais, ou simplesmente em cubos de dados, € inevitavel
falar-se em gueries MDX. A linguagem de expressoes multidimensionais (MDX) (Microsoft, 2012)
foi criada pela Microsoft de forma a permitir a exploracdo de bases de dados multidimensionais.
Estes dois conceitos estdo diretamente relacionados, uma vez que as gueries MDX sao executadas
sobre cubos de dados e o resultado da sua execucdo € o prdprio cubo ou parte dele (Niemi et al.,
2001).

Desta forma, antes de procedermos a definicdo formal de uma guery MDX é necessario definir a
propria estrutura multidimensional sobre a qual esta sera aplicada, assim como alguns conceitos

relacionados (Golfarelli and Rizzi, 2008).

Definicao 1 (Esquema multidimensional). Um esquema multidimensional é definido por
M=<A, H, M> onde:

- A= {ay,...,apy € um conjunto finito de atributos, cada um definido sobre um dominio
categorico Dom(ay).
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—  H={hy,...,h,} € um conjunto finito de hierarquias, cada uma caracterizada por (1) um
subconjunto de atributos Attr(h;) < A, (2) uma ordem total de roll-up =; sobre Attr(h;), e
(3) e uma familia de funcdes de roll-up, incluindo a fungdo RollUpg}‘ : Dom(ak) —»
Dom(aj) para cada par de atributos a, e a; tal que a=y, a;.

— Um conjunto finito de medidas M={mj,..., m}, cada uma definida por um dominio

numérico Dom(m;).

Para cada hierarquia h;, o atributo superior da ordem é definido por DIM;, e determina um nivel de
agregacdo mais fino. Por outro lado, o atributo inferior é definido por ALL;, e determina o maior
nivel de agregacdo, ou seja, o que apresenta menos nivel de detalhe. Através do conceito de
hierarquia apresentado, assim como a definicdo de esquema multidimensional, ja é possivel definir

0 que € o conjunto de agregacdes.

Definicdo 2 (Conjunto Group-by). Dado um esquema multidimensional M=<A,H,M>, de
dominio Dom(H)= Attr(h1)x...xAttr(hn), temos um conjunto de agregacbes (group-by)
GeDom(H), onde G=<akl,...akn> e Dom(G)=Dom(ak1)x...xDom(akn). Cada geDom(G) é uma

coordenada de G na /attice de agregacoes.

A Jattice de um cubo representa os diferentes niveis de agregacdo da estrutura e podem ser

observados na figura seguinte.

ABC
AT B
[T
A E Z
\\Lf//
ALL

Figura 1 - Lattice de um cubo multidimensional (Stonebraker and Hellerstein, 1998)




Preferéncias de utilizagdo OLAP

Nesta figura 1 esta representada a /attice de um esquema multidimensional com trés atributos ou
dimensdes. O nd designado por ABC define o nivel de agregagdo mais fino, enquanto que o nd ALL
define o nivel menos detalhado. Dentro da /attice do cubo podem existir diversos niveis
hierarquicos para cada atributo. Consequentemente, para cada coordenada da /attice podem existir

mais que um conjunto de agregacao.

Consideremos o seguinte exemplo no qual temos a /attice de um cubo composto por trés
dimensdes: Customer, Product e Date, cada uma delas com as seguintes hierarquias,

representadas em ordem ro/l-up:

Customer — City — Nation — AllNats
Product — Type — Category — AllCats

Date —» Month — Year — AllYears

Para este esquema, podemos representar o conjunto de elementos do topo da /atfice como
G'=<Customer, Product, Date> e da parte inferior da lattice como G'=<AlINats, AllCats,
AllYears>. Ao realizarmos uma operacdao de rof/-up sobre a dimensdo Customer vamos ter, por

exemplo, um conjunto de agregacao definido pelos atributos <Nation, Product, Date>.

Apos definir o esquema e a sua constituicao ja é possivel fazer uma definicdo formal dos seus
dados. Os dados de um esquema multidimensional representam factos e que sdo caracterizados
por uma determinada granularidade ou conjunto de agregacdes. Os factos podem ser dados
elementares, definidos pelo nivel de granularidade mais fino ou dados mais agregados,

representados pelos restantes niveis de granularidade.

Definicao 3 (Facto). Tendo em conta um esquema multidimensional M=<A,H,M> e um conjunto
de agregacdo GeDom(H), um facto sobre G é dado por f = <G, g, v>, onde g € Dom(G) e v e

Dom(M) = Dom(m1) x ... x Dom(ml). Um exemplo de um facto pode ser:

f1 =<G1, <'Italy’, ‘Crunchy’, ‘Oct. 19 2007'>, <100, 30>>
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Definicdo 4 (Cubo de dados). Dado um esquema multidimensional M, uma instancia de M,
denominado cubo de dados, é um conjunto de factos CeFy, onde Fy é o conjunto de todos os

factos para um dado esquema M.

Por outras palavras, um cubo de dados é constituido por um conjunto de factos primarios e por um

conjunto de factos obtidos pela aplicacao dos diversos niveis de agregacdo apresentados acima.

Apds definidos os conceitos base de uma estrutura multidimensional, chegou a altura de definir
formalmente o que é uma guery MDX. As expressdes multidimensionais, denominadas gqueries
MDX, foram introduzidas pela Microsoft como uma linguagem declarativa que permite realizar

pesquisas sobre bases de dados multidimensionais (Niemi et al., 2001).

Definicao 5 (Query MDX). Seja C = <D1, ..., Dn, F> um cubo de dados multidimensional e Ri
um conjunto de membros da dimens3o Di, para todo 0 i € [1,n], uma guery MDX realizada sobre C

€ dada por um conjunto de referéncias R1x...xRn (Giacometti et al., 2008).

A estrutura de uma guery MDX pode parecer a primeira vista semelhante a de uma guery SQL,
pois também ¢é representada por uma operagao SELECT-FROM-WHERE. No entanto, uma guery
MDX utiliza uma estrutura especifica que permite efetuar pesquisas sobre hierarquias e agregagoes

de dados. De forma geral, uma guery MDX tem a seguinte representacao (Niemi et al., 2001):

SELECT <axis specification> [, <axis specification>, ...I
FROM <cube specification>

WHERE <slicer specification>

em que ‘Axis specification’ permite definir os eixos de analise sobre os quais queremos efetuar a
pesquisa. O resultado de uma guery MDX retorna um subconjunto de dados multidimensionais,
gue pode ter até 128 eixos de analise. Por isso, é importante definir os eixos de analise assim

como o nivel de agregacdo sobre o qual queremos o resultado.

No ‘cube specification” é necessario especificar qual o cubo de dados sobre o qual pretendemos

fazer a pesquisa. Ja a clausula WHERE, tal como numa guery SQL, é utilizada para restringir o
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conjunto de resultados. No entanto, neste caso esta cladusula pode ser utilizada para especificar a

parte do cubo que sera vista no resultado final (Nolan, 1999, Microsoft, 2012).

O exemplo apresentado a seguir representa uma guery efetuada sobre um cubo de dados, que

permite analisar as vendas de produtos alimentares e bebidas em todas as lojas de Sao Francisco.

Exemplo. Query MDX sobre um cubo de dados de vendas:

SELECT {[Store].[All Stores].[USA].[CA].[San Francisco]} ON COLUMNS, {[Product].[All
Products].[Food], [Product].[All Products].[Drink]} ON ROWS

FROM [Sales]

WHERE {[Measures].[Unit Sales]}

Formalmente, tendo em conta a definicdo apresentada acima, a guery apresentada é dada pelo
seguinte conjunto de referéncias: {<Drink, alltime, allcustomer, San Francisco>, <Food, alltime,

allcustomer, San Francisco>} (Giacometti et al., 2009).

2.2 Preferéncias OLAP

Os data warehouses sao desenvolvidos de forma a conseguirem suportar enormes quantidades de
dados que possam ser relevantes para o negécio das organizagdes. Devido ao seu tamanho e
complexidade pode tornar-se bastante complicado para os utilizadores realizarem a procura e
exploracao de dados. Por vezes, a falta de familiarizagao com a estrutura existente e dos dados
que poderao ser Uteis para a analise pretendida podem levar o utilizador a realizacao de pesquisas
ineficientes, ou seja, a execucao de gueries MDX cujos resultados nao satisfazem as necessidades
de anadlise. Aquando a exploragdo de cubos, existem dois cenarios possiveis de pesquisa
ineficiente: por um lado a execucao da guery MDX pode retornar pouca ou nenhuma informagao, e
por outro lado pode devolver ao utilizador demasiados dados, o que torna dificil identificar quais os

mais importantes e, dai, retirar alguma informacdo util (Golfarelli and Rizzi, 2009).

Foi na sequéncia das tentativas de superar este problema, e na necessidade de restringir e
especificar melhor a informagao relevante para os utilizadores, que foi definido o conceito de

preferéncias OLAP. O conceito de preferéncia em si ja tinha aparecido anteriormente nas bases de
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dados transacionais. No entanto, quando se trata de preferéncias OLAP existe um conjunto de
fatores a ter em conta para além dos tuplos, ou melhor dizendo neste caso dos factos,
nomeadamente as agregagOes e hierarquias existentes. A hierarquia define o nivel de agregacdo
dos dados, e este, consequentemente, acaba por ter um forte impacto no tamanho do resultado
gue é retornado. Enquanto que numa base de dados transacional uma preferéncia é definida como
um conjunto de possiveis combinacdes de valores de atributos, num cubo de dados uma
preferéncia pode envolver combinacdes de factos de diferentes grupos de agregacdo e com

diferentes niveis de hierarquia (Golfarelli and Rizzi, 2008).

Desta forma, uma preferéncia OLAP pode ser definida formalmente da seguinte maneira (Golfarelli
and Rizzi, 2009):

Definicao (Preferéncia OLAP). Dado um esquema multidimensional M, uma preferéncia P sobre
M é definida como um par (<p, =p) onde <p = FuxFy & uma s.p.o. (strict partial order, ou, ordem
parcial estrita) e =p < FyxFy € uma SV-relation (substitutable values relation ou relacdo de valores

substituiveis) sobre <p.

Seguindo esta definicdo, e supondo que estamos a analisar dois factos, f1 e f2, ao ter f1 <p f2,
podemos afirmar que f2 é preferido a f1. Se tivermos f1 =p f2, podemos afirmar que, em termos

de preferéncia, os dois factos s3ao equivalentes.

Para melhor compreensao desta definicdo é necessario recordar alguns conceitos ja referidos,
como é o caso de s.p.o e SV-relation. Uma ordem parcial estrita sobre um conjunto S representa
uma relacdo irreflexiva e intransitiva entre elementos desse conjunto. Considerando dois
elementos x, y e z pertencentes a S, temos uma ordem parcial estrita entre x e y se forem

respeitadas as seguintes propriedades:

[propriedade irreflexiva] —(x <p x)

[propriedade transitiva] X <xpy Ay <pzZ = X<p z

Por outro lado, a relagdo diz-se de valores substituiveis (SV-relation) sobre <p se, para esses

mesmos elementos do conjunto (KieBling, 2002):

X=py=—-(X<py)A-=(y<pXx)
XZPYATZ:iZ<pX=>Z<pY
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XEPYATZIX<pZ=y<pz

Tendo em conta as condicOes acima referidas, necessarias a ter em conta na definicdo deste tipo
de preferéncias, Golfarelli e Rizzi conseguiram mostrar em (Golfarelli and Rizzi, 2008) que era
possivel definir preferéncias de exploracao analitica com base em todo dominio OLAP. Desta forma,
especificaram trés tipos base de preferéncias, nomeadamente preferéncias sobre atributos,
medidas e hierarquias, assim como uma gramatica, baseada na gramatica proposta por Werner

KieBling em (Kiepling, 2002), para a sua representacao.

Preferéncias sobre atributos

Quando lidamos com bases de dados relacionais os atributos sdo utilizados para caracterizar
tuplos. O mesmo acontece com os factos nas bases de dados multidimensionais. No entanto, neste
caso, os atributos que caracterizam um facto estdo relacionados a valores agregados, assim como
a hierarquias. Por exemplo, para um valor especifico de um atributo, os outros atributos podem ter

mais que um valor, e, consequentemente, existirdo diversos valores agregados.

Desta forma, as preferéncias sobre atributos, definidas por Golfarelli e Rizzi, permitiram determinar
quais o factos preferenciais com base nos valores dos seus atributos, isto €, dada uma
determinada hierarquia h, um determinado atributo a e um valor categérico ¢ assumido por a,
podemos definir um facto como preferencial ou ndo se para qualquer nivel de agregacdo de h, o
valor do atributo assume o valor de c (Golfarelli and Rizzi, 2008).

Para melhor compreender este conceito consideremos os construtores POS e NEG da gramatica
definida por Golfarelli (Golfarelli and Rizzi, 2009):

— POS (Month, ‘October-2008") — com base no conceito de preferéncia sobre atributos é
possivel afirmar que factos cujo més é Outubro de 2008 e factos obtidos através da
aplicacao de operacgdes de roll-up ou drill-down sobre esta hierarquia, ou seja, factos sobre
qualquer dia do més de Outubro de 2008, ou factos de 2008, sdo preferenciais.

— NEG (Month, ‘October-2008") — com este construtor indicamos que sao preferenciais
quaisquer factos cujo més ndo é Outubro de 2008 ou factos que ndo sdo obtidos através

da aplicacao de operacdes de rofll-up ou drill-down sobre esta hierarquia.
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Preferéncias sobre medidas

Tal como os atributos, também as medidas sao utilizadas para caracterizar factos. Desta forma, faz
sentido que preferéncias OLAP também considerem este elemento de analise. Golfarelli definiu
assim preferéncias com base em medidas que permitem definir se um facto é preferencial ou nao

tendo em conta o dominio numérico das medidas que o caracterizam.

Para representar este tipo de preferéncias Golfarelli e Rizzi definiram trés novos construtores para

a sua gramatica:

— BETWEEN (m, vlow, vhigh): que permite definir um facto como preferencial, se o valor da
sua medida m estiver compreendido entre um valor minimo vilow e um valor maximo
vhigh. Para os restantes factos foram do intervalo, podemos compara-los com base na

distancia do seu valor para o intervalo.

Por exemplo: um facto f2 diz-se preferencial a um facto f1, se a distancia do seu valor de m para o

intervalo for menor que a distancia do valor de m do facto f1. Ou seja:
f1 <P f2, iff A(f1.m,[vlow,vhigh]) > A(f2.m,[vlow,vhigh]), onde a distancia A é dada por:

0, if v € [vlow,vhigh]
A(v, [vlow, vhigh]) =1 viow — v, if v<uvlow
v — vhigh, if v>vhigh

—  LOWEST(m), HIGHEST(m): permite definir um facto como preferencial se o seu valor de m

for o mais baixo (lowest) ou mais alto (highest) possivel.

Preferéncias sobre hierarquias

Por ultimo, Golfarelli e Rizzi, definiram preferéncias sobre hierarquias, ou seja, permitiram definir

preferéncias sobre os diversos niveis de agregagao dos factos.

12
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Para tal, foi definido o conceito de distancia entre atributos pertencentes a uma determinada
hierarquia e quatro novos operadores. O conceito de distancia entre atributos contempla a

distancia entre o nivel hierarquico em que cada atributo se encontra.

Por exemplo: considerando a hierarquia h={Product—Type—Category—AllCats}, a distancia
Dist(Product, Category)=2.

Para representar este tipo de preferéncias os autores definiram os seguintes operadores:

— CONTAIN(h, a) — em que sao preferenciais os factos cujo conjunto de agregacao contenha
o atributo a da hierarquia h.

— NEAR(h, afine, acoarse) — em que sao preferenciais os factos cujo conjunto de agregacao
contenha um atributo @ compreendido entre dois niveis hierarquicos definidos pelos
atributos afine e acoarse da hierarquia h. Este operador é em certa parte semelhante
operador BETWEEN definido para as preferéncias sobre medidas, pois também este
contempla a distancia, neste caso entre atributos, para comparar dois factos cujo conjunto
de agregacdo nao se encontra compreendido entre os niveis hierarquicos definidos. Ou
seja, um facto f1 é preferido a f2 se o seu nivel de agregacao for mais préximo ao definido
pelo operador.

— COARSEST(h) — que define como preferenciais os factos mais agregados sobre uma
hierarquia h.

— FINEST(h) — ao contrdrio do construtor COARSEST, este operador define como
preferenciais os factos cujo grao seja mais fino, ou seja, os factos mais detalhados sobre

uma determinada hierarquia h.
Para melhor compreender estes construtores seguem-se 0s seguintes exemplos:

Considere as hierarquias Time = {Date—» Month— Year— AllYears}, Product = {Product— Type—

Category— AllCats} e Customer = {Customer— City— Nation— AllNats}.

Exemplo 1. CONTAIN(PRODUCT,Type) — Sao preferenciais todos os factos cujo conjunto de
agregacao contenha Type. Por exemplo, factos definido pelo conjunto de agregacao

G'=<Customer, Type, Month> s3o preferidos.

Exemplo 2. NEAR(TIME,Month,Year) — Sao preferenciais os factos cujos dados estejam agregados

por Month ou Year. Factos definidos, por exemplo, pelo conjunto de agregacdo G'=<Customer,

13
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Type, Date> nao sao preferidos. Se, por outro lado, fossem preferenciais os factos definidos por

NEAR(TIME,Date,Year), tanto os dados agregados por Date, Month ou Year seriam preferidos.

Exemplo 3. FINEST(TIME) — Sao preferenciais os factos mais detalhados sobre a hierarquia TIME.
Por exemplo, factos definidos pelo conjunto de agregacdo G'=<Customer, Type, Date> s3o

antepostos a factos definidos por G'=<Customer, Type, Month>

2.3 Vantagens das preferéncias

Com o que ja vimos sobre as preferéncias, podemos afirmar que estas refletem os dados que sao
mais interessantes para os agentes de decisdao que utilizam cubos no seu dia-a-dia. Assim,
conhecer as preferéncias de utilizacao de cubos pode ter bastante impacto nos resultados a serem
retornados ao utilizador. Conseguir fornecer ao agente de decisdo exatamente a informacdo
relevante e necessaria para a analise pretendida € uma das maiores vantagens quando se
conhecem as preferéncias OLAP. No entanto, diretamente relacionados com esta vantagem,
encontram-se outros pontos em que o facto de conhecermos as preferéncias de um utilizador tem
bastante impacto. Ao se conhecer o que o utilizador pretende e ao devolver-lhe apenas partes do
cubo com a informagdo necessaria, uma série de aspetos relacionados com a sua computagdo e
materializacao podem ser melhorados e, consequentemente, haver uma reducao significativa nos

custos de computacdo e de memoria utilizada.

Para além da melhoria da qualidade dos resultados das gueries, todo o processo de andlise pode
ser melhorado. Como ja foi referido, a propria estrutura multidimensional é bastante complexa e
pode ser por vezes complicado para o analista procurar a informacdo que necessita. Ter uma
interface simples que mostre ao utilizador recomendacdes de gueries, baseadas em utilizagdes
anteriores, ou que permita a introdugdo das suas proprias preferéncias torna bastante mais
simples e eficaz a extracao de informacdo. Também a visualizacdo dos proprios resultados podem

ser personalizados e adaptados consoante o utilizador.

A andlise prolongada de preferéncias de utilizacdo de cubos OLAP pode também ser Util para
indicar se este satisfaz todas as necessidades da organizagdo, e, se necessario, proceder a uma

reestruturacao da propria estrutura multidimensional (Kozmina and Niedrite, 2010).
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O estudo de preferéncias OLAP acaba por ser bastante semelhante ao que ja era feito para
servicos de e-commerce, por exemplo, ou de analise de clickstreams, em que sdo tracados perfis
de utilizacdo de forma a analisar as preferéncias dos utilizadores e adaptar os servigos para uma

melhor satisfacdo (Golfarelli and Rizzi, 2009).
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Capitulo 3

Extracao de Conhecimento em Estruturas

Multidimensionais de Dados

3.1 OLAM - Mineracgao de sistemas OLAP

Ao longo dos anos tém sido realizados diversos estudos nas areas de OLAP e data mining com o
objetivo de otimizar a exploracao e andlise de dados, e com isso a descoberta de padrbes e
relacionamentos entre os mesmos. Apesar de ambas fornecerem boas ferramentas e solugdes
neste campo, estas ainda apresentam algumas limitacdes. O Online Analytical Processing tem
poderosas ferramentas para organizacao e visualizacao de dados dentro do data warehouse, desde
que esses dados sejam simples, pois ndo consegue lidar com dados complexos como imagens,
texto, som ou video. Por outro lado, as ferramentas de data mining ndo sdao adequadas para a
organizacdo e visualizagdo, uma vez que sdo direcionadas para conjuntos de dados
unidimensionais. No entanto, estas técnicas apresentam bons resultados na andlise e descoberta
de conhecimento, tanto em dados simples como complexos (Messaoud et al., 2004, Messaoud et
al., 2006b).
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De forma a tirar partido das melhores caracteristicas de cada uma dessas areas, Jiawei Han,
cientista de renome na area de base de dados, dedicou grande parte do seu trabalho de
investigacdo a mineracdo de dados e ao desenvolvimento de sistemas, como por exemplo o
DBMiner (Han et al., 1997a), que permitem integrar OLAP com técnicas de mineragao de dados. O
principal objetivo desse trabalho de investigacao foi aplicar um conjunto de métodos de mineracao
de dados, como por exemplo caracterizagao, classificacdo, associacao, previsao ou segmentagao,
interactivamente a diversas partes de uma base de dados multidimensional e em diversos niveis de
abstracdo (Han et al., 1998).

Segundo Han (1997), a mineragao de estruturas multidimensionais € uma area ainda muito pouco
explorada, mas que se poderd revelar bastante promissor devido principalmente as seguintes

razoes:

1) num data warehouse os dados sao integrados, consistentes e limpos. Caracteristicas

essenciais tanto para o processamento analitico como para a mineracdo de dados;

2) a integracdo permite aplicar técnicas de mineragdao de dados em diversos niveis de
abstracdo e ainda a diferentes subconjuntos de dados, devido a sua utilizagdo conjunta

com técnicas de OLAP como o slice, dice e pivoting,

3) a interacdo entre utilizadores e sistema torna-se mais facil e flexivel, permitindo que estes

possam selecionar e alterar fungdes de mineracdo dinamicamente.

Nesta abordagem, a integracdo destas duas tecnologias resulta da adaptacdo de técnicas
tradicionais de mineracao as estruturas multidimensionais de dados, obtendo-se métodos de
mineracdo de dados baseados em cubos, também denominados de métodos de OLAP Mining ou
OLAM (Han et al., 1998).

3.1.1 Abordagens estudadas

Nos Ultimos anos diversos autores viram em OLAP e Data Mining duas areas complementares e
debrucaram as suas pesquisas e trabalhos cientificos sobre esta area de OLAM. Ao analisar esses

trabalhos foi possivel identificar solucdes e diversas propostas. No entanto, penso que podemos
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agrupar cada uma dessas solucGes em trés principais abordagens de integracdo e de descoberta

de informacdo em estruturas multidimensionais.
Sistemas OLAM

Como ja foi mencionado, Jiawei Han foi o grande pioneiro no que toca a integracao destas duas
areas. Ele introduziu o conceito de On-Line Analytical Mining (OLAM) como o processo de extragdo
de conhecimento de bases de dados multidimensionais através da aplicagdo de métodos de
mineracdo de dados da mesma maneira que as técnicas de processamento analitico sao aplicadas

a essas estruturas (Han, 1998).

Han e outros investigadores desenvolveram um sistema OLAM, o DBMiner (Han et al., 1997a), que
permite a analise interativa sobre diversas partes dos cubos de dados e sobre diferentes niveis de
abstragdo. Tendo por base o conceito de OLAM, este sistema integra técnicas de OLAP e
mineracdo de dados, para além de outras tecnologias da area de base de dados, que permitem
tanto a descoberta de conhecimento em data warehouses como em bases de dados relacionais. O
DBMiner integra um sistema de base de dados com conceitos de hierarquia, que permitem explorar
e analisar cubos de dados e, ainda, mddulos com tecnologias de descoberta de conhecimento.
Estes mddulos contém métodos de mineracao de dados, baseados nos métodos tradicionais como
a classificacdo, caracterizagdo, associacdao, entre outros, que foram adaptados de forma a ser

possivel a sua aplicagao em estruturas multidimensionais.

Também Goil and Choudhary (1998) desenvolveram uma infraestrutura que tira partido das
caracteristicas destas duas areas. A ideia principal destes dois autores foi adaptar abordagens ja
existentes de mineragao de dados orientada a atributos, utilizadas para descoberta de regras de
associacdo entre esses mesmos atributos, a cubos de dados. A adaptagdo e integragdo desta
abordagem com OLAP permite encontrar relacionamentos entre objetos do cubo de dados,
nomeadamente dimensdes, e com isso identificar as agregacdes que devem ser materializadas e
reduzir o espaco necessario para 0 seu armazenamento. Este trabalho traz assim um enorme

contributo para o estudo destas estruturas e sua otimizacao.

Por sua vez, Chmelar e Stryka (2008) propuseram um sistema OLAM, o OLAM SE (Self Explaining
On-Line Analytical Mining), que foi baseado no sistema OLAM de Han, mas que apresenta algumas
novas funcionalidades. De forma a desenvolver um sistema mais simples e facil de interagir, em

comparagao com o DBMiner, os autores implementaram as seguintes melhorias:
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1)

2)

3)

Introduziram duas novas métricas, denominadas cover e obviosity. O primeiro parametro,
cover, determina quais as classes de dados que sao essenciais para a analise, ou seja, este
parametro é utilizado para identificar quais os valores que s3ao importantes para a analise,
evitando que dados insignificantes sejam analisados. O segundo parémetro, obviosity, é
utilizado como suporte maximo, prevenindo que sejam aplicados métodos de mineracao
sobre classes com ganho de informagao muito alto. Por outras palavras, dados que nos
proporcionem informacdo direta, sem ser necessario aplicar métodos de extragao de

conhecimento, sdo excluidos do processo de mineragao.

A camada de apresentagao do sistema foi melhorada e simplificada, permitindo a sua facil
interacao tanto com utilizadores experientes como inexperientes. A estrutura desta
camada foi baseada nos diagramas UML (Unified Modeling Language), de forma a permitir
a representacdao de relacionamentos, associacdes, agregacdes e hierarquias entre
dimensbes. A interface permite ainda esconder ou mostrar atributos, simulando as
operacOes de drill-down e roll-up do OLAP, e uma opgao para realizar operagoes de slice

and dice sobre hierarquias.

Foram criados dois modos de mineracao: onfine e offline. No modo online a mineragao de
dados ¢é aplicada interactivamente de forma a extrair conhecimento rapidamente. O modo
offline foi desenvolvido para permitir a execucdo de algoritmos de mineragao de dados
com elevada complexidade computacional. Neste modo esses algoritmos ndao executados
iterativamente em background e é-lhes atribuido um valor de prioridade baixo. O objetivo
principal deste modo é permitir executar operagdes de mineracdo adicionais - mas nao
essenciais -, que sao um complemento as operagoes de mineracdo realmente necessarias,

sem que tenham impacto muito relevante sobre a performance do sistema.

Transformacao de dados multidimensionais

Nesta abordagem os dados multidimensionais sao transformados de forma a permitir a aplicacdao
de métodos de mineracao de dados tradicionais. Helen Pinto (2001) apresenta um método que
permite extrair e analisar informagao de estruturas multidimensionais através de mineragao de
padrdes sequenciais. Nesta abordagem os dados multidimensionais sao extraidos e colocados em

sequéncias de dados, sendo posteriormente aplicados os métodos de mineracao sobre o conjunto
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de sequéncias. Cada valor de uma dimensao é tratado como um item de dados sequencial. Sobre a
nova estrutura com a informagdo multidimensional é aplicado um algoritmo baseado no Apriori,
denominado PrefixSpan, de forma a encontrar as sequéncias frequentes. Ou seja, o algoritmo é
utilizado para encontrar os conjuntos de itens frequentes que satisfagam um valor de suporte

minimo estabelecido.

Seguindo também esta abordagem, Tjioe and Taniar (2004) desenvolveram dois algoritmos, Vavg
e Havg, que permitem extrair dados de data warehouses e trata-los de forma a ser possivel aplicar
sobre eles métodos tradicionais de mineragdo de dados, nomeadamente algoritmos de mineracao
de regras de associacdo. Tradicionalmente, estes algoritmos de regras de associacao sao aplicados
sobre bases de dados transacionais, pois o facto de as bases de dados multidimensionais conterem
dados sumarizados torna-se um obstaculo no processo de descoberta das regras. Desta forma, os
autores desenvolveram estes dois algoritmos e optaram por utilizarem as medidas da tabela de
factos do data warehouse como filtro dos dados que seriam extraidos. O algoritmo Vavg calcula
verticalmente a quantidade média para cada chave da tabela de factos, procurando e calculando
os valores desde a primeira até a Ultima linha. Se a média calculada é maior ou igual a um valor
minimo definido, entdo esta é guardada numa nova tabela, bem como as dimensdes que estao
diretamente relacionadas. Posteriormente um algoritmo de mineracdo, como por exemplo o
Apriori, € aplicado sobre a tabela resultante. O algoritmo Havg é semelhante ao Vavg, no entanto

o calculo da quantidade média é executado horizontalmente para cada linha na tabela de factos.

Adaptacao de algoritmos de mineracao

Nesta abordagem os métodos de mineragdo de dados tradicionais sdo transformados e adaptados
de forma a ser possivel aplica-los diretamente sobre os dados multidimensionais. Os métodos que
tém sido mais utilizados e adaptados sdo os de associacdo. Os algoritmos de mineracdo de regras
de associacao tradicionais permitem identificar relacionamentos entre valores dentro da mesma
dimensao. No entanto, quando os valores se encontram em dimensdes diferentes a descoberta
regras de associacdo com os métodos tradicionais ja ndo é possivel. Desta forma, alguns autores
em (Chen, 1999), (Nestorov and Jukic, 2003), (Vijayalakshmi and Raja, 2005) e (Messaoud et al.,
2006a), apresentam novas abordagens nas quais algoritmos tradicionais, como o Apriori ou o FP-
Growth, sao adaptados de forma a possibilitar a descoberta de regras de associacao relevantes em

dados multidimensionais.
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3.1.2 Técnicas de mineracao

As técnicas de mineracao OLAP sdo baseadas nos métodos de mineracdo de dados tradicionais,
usualmente aplicados sobre bases de dados relacionais. Estas novas técnicas incorporam novas
funcionalidades, derivadas do processamento analitico, aos métodos de mineracao, de forma a ser
possivel a sua aplicagdo em estruturas de dados multidimensionais (Han et al., 1998). Han (1998)
definiu um conjunto de técnicas de OLAM, baseadas em técnicas tradicionais, tais como a

caracterizacao, associagao, classificacdo e segmentacao.

Caracterizacao baseada em cubos

Os métodos de caracterizacdo baseados em cubos sdo utilizados para descrever conjuntos de
dados relevantes com base em técnicas de generalizacdo de dados. A aplicacao do método resulta
num conjunto de regras de caracterizagdo que representam as principais caracteristicas dos dados.
Por exemplo, esta técnica pode ser Util para tragar perfis de clientes, uma vez que permite definir
as principais caracteristicas dos clientes mais frequentes. Os algoritmos de caracterizacdo sdo
integrados com técnicas de OLAP, como por exemplo o drill-down (progressive deepening) e o roll-
up (progressive generalization), de forma a ser possivel descobrir essas caracteristicas em

diferentes niveis de abstracao.

Comparacao/Discriminagdo baseada em cubos

Este método é utilizado para encontrar caracteristicas que distinguem uma classe especifica das
restantes. O resultado da sua aplicagao é um conjunto de regras discriminantes que descrevem as
diferengas entre a classe em analise e as outras classes. As técnicas de comparacdo sao bastante
semelhantes as técnicas utilizadas para derivar regras de caracterizacdo, no entanto estas utilizam

medidas comparativas para conseguir fazer a distingdo entre classes.
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Associacao baseada em cubos

Quando se trata de métodos de associacao, Han (1998) salienta que as estruturas
multidimensionais oferecem maior flexibilidade e eficiéncia na mineracao de regras de associacao,
em comparacao com as bases de dados relacionais. Nas bases de dados relacionais, os métodos
de mineracdo de regras de associacdo sao utilizados para encontrar um conjunto de
relacionamentos de dependéncia entre diversos atributos. Ao lidar com estruturas
multidimensionais € importante ter em consideracdo tanto as dependéncias entre atributos dentro
da mesma dimensao, como entre diferentes dimensdes. Desta forma, para este tipo de estruturas
foram definidos dois tipos de associagdo: a inter-dimensao e a intra-dimensao. A associa¢ao inter-
dimensao representa um conjunto de regras de associacao entre duas ou mais dimensdes do cubo.
Por outro lado, a associagao intra-dimensdo representa um conjunto de regras de associagao entre
uma ou mais dimensdes de referéncia, com um determinado nivel de referéncia, sendo as outras

dimensGes agrupadas como um conjunto transacional de dados.

Todas as outras técnicas de OLAM sdo bastante semelhantes as técnicas tradicionais. No entanto,
a mineragao de regras de associacao multidimensional pode ser um pouco mais confusa. Para uma
melhor compreensdo de como é feita a mineracdo em cubos de dados, segue-se o seguinte
exemplo apresentado em (Han, 2000):

Exemplo: Suponhamos que temos uma estrutura multidimensional com varias dimensGes, em que

trés delas sao: Customer, Country e Product.

Regras de Associacao Inter-dimensao:

- Assumindo que necessitamos saber quais os produtos que usualmente sao comprados
por consumidores do Canada.
- Para responder a essa questdo, pode ser definida uma regra de associagao inter-
dimensdo, tal como a seguinte:
Customer-Country(“Canada”) ) Product(“Coffee”)

- Para esta regra foi utilizada a agregagao entre as dimensdes “Customer” e “Country”, e

analisados os relacionamentos entre esta agregacao e a dimensao “Product”.
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Regras de Associacdo Intra-dimensao:

- Assumindo que necessitamos saber, para um determinado pais, como por exemplo

“Canada”, quais os produtos que sao comprados em conjunto.

- Para responder a essa questdo, pode ser definida a seguinte regra de associacao intra-
dimensao:
Within Customer-Country(*Canada”):
Product (“CarryBags”) ) Product (“Tents")

- Para esta regra a dimensdo de referéncia utilizada foi o conjunto de consumidores que
respeitassem um determinado nivel de referéncia., aqui definido pelo nome do pais
“Canada”. Para essa dimensdo de referéncia foi analisada a dimensao “Product”, ou
seja, foram analisados quais os produtos adquiridos na mesma compra e estabelecidas

as relagdes entre os mesmos

A derivacdo deste tipo de regras pode ser feita através da adaptacdo de algoritmos de mineragao
de regras de associagao, como o Apriori ou 0 FP-Growth, de forma a ser possivel a andlise inter-

dimensao e intra-dimensao em cubos de dados.

Classificacao baseada em cubos

A aplicacdo deste tipo de métodos de classificagdo resulta num conjunto de modelos que
descrevem classes de objetos. Estes modelos sdo obtidos através da andlise de um conjunto de
dados de treino. Ao analisar esses dados sao extraidas as caracteristicas de cada classe de dados
identificada. Para cada uma das classes é criado um modelo com as suas caracteristicas. Apos
serem definidos todos os modelos s3ao geradas um conjunto de regras de classificacdao, que
permitirdo classificar novos objetos e indicar a classe a qual pertence. Os métodos de classificagao
baseados em cubos integram técnicas de mineracao de dados tradicionais, como as arvores de
decisao, classificador Naive Bayes ou a Analise de Discriminantes Lineares (LDA), com tecnologias
de exploracao de cubos de dados. Desta forma, antes de ser aplicado o algoritmo de mineracao, é
realizada uma operacdo de generalizacdo sobre o conjunto de dados de treino inicial, permitindo
desta forma a classificacdo de objetos nos diferentes niveis de abstracdo da estrutura

multidimensional.
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Segmentacao baseada em cubos

Os métodos de segmentacao permitem dividir os dados, agrupando os itens que tém
caracteristicas comuns em classes, denominadas por clusters. O principal objetivo deste tipo de
métodos é manter um grau de similaridade elevado dentro de cada classe e um grau de
similaridade baixo entre as diversas classes. O processo de segmentagdo é baseado nos métodos
de mineracao conhecidos, como é o caso da segmentacdo particional, que engloba, por exemplo, o
algoritmo K-means, e da segmentacdo hierarquica. Da mesma forma que outros métodos ja
referenciados, a segmentagao baseada em cubos também pode ser aplicada nos diversos niveis de

abstracao.

Previsdao baseada em cubos

Com a integracdo das duas areas tornou-se possivel a aplicacdo de modelos de previsdo sobre
estruturas multidimensionais. Estes modelos sdao utilizados para prever valores de atributos
especificos que sdo relevantes para a analise. A previsao é feita através da analise de fatores que
possam influenciar esses mesmos atributos. Para a realizacao da analise desses fatores podem ser
utilizados métodos estatisticos ou métodos de classificagdo, como os apresentados anteriormente.
A previsdo baseada em cubos integra ferramentas OLAP com métodos de previsdo, permitindo que
operacdes como o drill-down possam ser realizadas sobre o resultado da previsao, ou métodos de

previsdo possam ser aplicados a diferentes partes do espago de abstracdo do cubo OLAP.

3.1.3 Areas de aplicacdo

Tal como ja foi mencionado, as tecnologias de data warehousing tém vindo a ser extremamente
usadas em diferentes areas de negdcio, tal como retalho, servigos financeiros, telecomunicagoes e
até mesmo na medicina. Nestas areas sao utilizadas técnicas de mineracao de dados nos seus
sistemas OLAP com os mais diversos propdsitos, como por exemplo tracar perfis de clientes,

analise de risco, deteccdo de fraude na indUstria financeira, analise de chamadas telefénicas na

25



Extracao de conhecimento em estruturas multidimensionais

area de telecomunicacdes e ainda ajudar em diversos tipos de andlise e investigacao nas areas de
medicina e biomédica (Blazewicz, 2003). Para além da aplicacdo de técnicas de mineracdo OLAP
nos tradicionais data warehouses orientados ao negdcio, estas técnicas também tém sido usadas
em data warehouses espaciais e de multimédia, a fim de permitir superar algumas lacunas

existentes na analise de dados complexos, assim como na Web.

Aplicacdo na Web

Devido a enorme quantidade de informagdo que se encontra disponivel on/ine, a mineracdo de
dados tem sido neste campo extremamente utilizada. Diversos métodos de mineragdao Web tém
sido explorados e utilizados para extrair informacao dos Web Services e de documentos disponiveis
na Web. No entanto, tém vindo a aparecer novos interesses de analise nesta area, nomeadamente
no que se refere ao e-commerce e ao estudo dos acessos por parte dos utilizadores as paginas
Web. E neste tipo de andlise que a mineracdo OLAP tem-se demonstrado bastante util.
Normalmente, as paginas Web guardam dados relativos ao seu histérico de acessos. A analise
deste tipo de dados e a extracdo de informacdo nestes casos pode revelar-se bastante Gtil para
efetuar por exemplo reestruturagdo nas proprias paginas Web, aplicar campanhas de marketing
orientadas aos seus utilizadores, e, entre outras coisas, ajustar o desempenho dos servidores com
base na sua utilizagdo. Usualmente estes dados encontram-se armazenados em ficheiros de log
nos servidores (Fung and Wong, 2002). Segundo Han (1998), uma boa abordagem para analisar
esses dados é extrai-los, pré processa-los e armazena-los em cubos de dados e posteriormente

aplicar técnicas de mineragao sobre esse cubo.

Zaiane, Xin e Han (1998b) desenvolveram um sistema baseado no sistema DBMiner desenvolvido
por Han, o WebLogMiner, que utiliza técnicas de OLAM para extrair padroes de ficheiros de log
com os registos dos acessos as paginas Web. O processo de descoberta de informacdo executado

por este sistema passa por quatro passos essenciais:

(1) A informagao relevante contida no ficheiro de log é extraida e colocada numa base de
dados relacional. A ideia é tornar a posterior construgao do cubo muito mais simples.

(2) O cubo de dados é construido.

(3) Sao aplicadas operagdes OLAP sobre o cubo (slice, dice, roll-up, drill-down, etc).

(4) Os métodos de mineracdo sao aplicados dentro do cubo de dados.
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Varios autores em (Hu and Cercone, 2002), (Fung and Wong, 2002) e (Alves and Belo, 2003)
seguiram esta abordagem para analisar clickstreams, ou, por outras palavras, a sequéncia de
operacdes ou “cliques” que um utilizador realizou numa pagina Web, ou para extrair informacao
relativa as compras realizadas por consumidores na area de e-commerce. Um dos objetivos
comuns em todos estes trabalhos é o estudo do comportamento dos consumidores/utilizadores de

forma a ser possivel melhorar a sua satisfagao.

Dados espaciais

As bases de dados ou os data warehouses espaciais sao utilizados para armazenar tanto dados
espaciais, como pontos, linhas, regides, etc., como dados nao espaciais, que representam
propriedades e caracteristicas referentes aos objetos espaciais (Han, 1998). Tal como referi acima,
analisar dados complexos, como dados espaciais, pode ser uma tarefa complicada e com custos de
computacdo bastante elevados. Uma abordagem que pode ser utilizada para a otimizacdao da
analise deste tipo de dados é coloca-los em estruturas multidimensionais e, sequidamente, aplicar
os algoritmos de mineracao sobre essa estrutura (Pedersen and Tryfona, 2001). Também para
este tipo de analise Han desenvolveu um sistema, o GeoMiner, que contem um moddulo que
permite construir cubos de dados espaciais a partir das bases de dados com os dados de origem e
modulos de mineragdo que contém algoritmos de mineragdo de dados que poderdo ser aplicados
sobre os cubos resultantes (Han et al., 1997b). Os algoritmos de mineracdao foram adaptados de

forma a ser possivel a sua aplicagdo tanto a bases de dados como a data warehouses espaciais.

Uma das abordagens que tem tido grande impacto na melhoria dos custos de computagao deste
tipo de cubos é a identificacao de dados relevantes para a analise, através de algoritmos de
mineracdo de dados, antes da fase de pré-computagdo do cubo, e a exclusdo dos dados

irrelevantes desse mesmo processo (Han, 1998).
Texto e dados multimédia

A abordagem apresentada na seccao anterior pode ser aplicada a diversos tipos de dados
complexos, nomeadamente a texto e a dados multimédia. Também nestes casos os dados sao
extraidos para estruturas multidimensionais e sobre eles sdo aplicados algoritmos de mineragao de

dados. Zaiane et al. (1998a) também desenvolveram um sistema baseado no DBMiner, o
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MultiMediaMiner. Este sistema, para além de conter os mddulos de OLAM existentes do DBMiner,

incorpora outros modulos de extragao e manipulacdo de dados multimédia.

3.2 Regras de associacao

Os algoritmos de mineracao de regras de associacao sao utilizados para encontrar associagdes ou
relacionamentos entre os dados, ou seja, sdo Uteis para determinar quais os conjuntos de itens
gue sdo frequentes e que ocorrem em conjunto. Este tipo de andlise é utilizado
complementarmente a métodos como o de classificacao ou segmentagdo, permitindo ajudar no
processo de tomada de decisdo em diversas areas, como telecomunicacdes, servicos comerciais,
andlise comportamental de clientes na Web, entre outras. Antes de definir uma regra é necessario

conhecer alguns conceitos relacionados.

Definicdao 1 (Transagao). Seja I={al, a2,..., an} um conjunto de itens, podemos definir uma

transacao T como um conjunto de itens tal que Tcl.

Definicao 2 (Base de dados de transagdes). Seja I um conjunto de itens e T uma transacao,
podemos definir uma base de dados de transagdes DB=<T1, T2,..Th> como um conjunto de
transagoes Ti (ie[1..n]). Desta forma uma base de dados de transacdes D sobre I, € um conjunto

de transacoes sobre 1.

Definicdo 3 (Padrao frequente). Seja A um padrdo, que € um conjunto de itens, A diz-se
frequente se o seu suporte, definido como a frequéncia absoluta de ocorréncias, satisfaz um valor

de suporte minimo estabelecido.

Desta forma, sejam A e B dois conjuntos de itens, conseguimos definir uma regra de associacao de
notacdo A=B, onde AcI, Bcl e AnB=g. Cada regra com a forma A=B que é gerada tem
associados dois parametros: o suporte e a confianca. O suporte da regra € definido como a
percentagem de transacdes na base de dados de transacdoes DB que contém AUB, ou seja, pode
ser visto como a probabilidade P(AUB). Por outro lado, a confianga € a percentagem de transacoes
em DB que contem o conjunto B, sabendo que essa transacdo contém o conjunto A, ou seja, a
probabilidade condicionada P(B|A).
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Para uma regra ser considerada satisfatoria tem de respeitar um valor de suporte e outro de
confianga minimos, que podem estar contidos entre os 0% e 100% (Goethals, 2010, Gyorodi et al.,
2004, Han and Kamber, 2006).

3.2.1 Algoritmos de mineracao de regras

Existem diversos métodos para a mineracdo de regras de associagdo, mas a abordagem mais
frequente passa primeiro pela aplicagdo de um processo de descoberta de itens frequentes, ou
padroes frequentes, antes da obtencdo das regras. Esse primeiro processo costuma ser o mais
exaustivo, uma vez que envolve a geracdo de conjuntos de itens candidatos a frequentes, através
de leituras a base de dados, e, a0 mesmo tempo, o mais complicado, pois um mau desempenho
do algoritmo nesta fase pode levar a geragdo de um conjunto de padroes candidatos muito
grande, o que consequentemente pode levar a criagao de regras de associacdo pouco satisfatdrias

ou inconclusivas.

Ao longo dos anos, varios autores tém testado e melhorado diversos algoritmos para descoberta
de associagles entre os dados, nos quais 0s mais conhecidos e aplicados sao os algoritmos Apriori
e FP-Growth. Estes dois algoritmos, e algumas das suas variacdes, tém sido utilizados em casos ja
referidos com semelhangas ao que estamos a tratar, nomeadamente na analise e descoberta de

padrdes em logs Web (Joshi et al., 1999, Ivancsy and Vajk, 2006).

i. Apriori

O algoritmo Apriori foi adaptado do algoritmo AIS por Agrawal et al., que otimizou o processo de
geracao de conjuntos de itens candidatos (Agrawal and Srikant, 1994). Este algoritmo segue a
abordagem indicada anteriormente, determinando primeiramente o conjunto de itens frequentes.
Na figura 2 podemos ver como este algoritmo atua. Inicialmente é feita a contagem das
ocorréncias dos itens através de uma procura breadth-first pelo conjunto de dados, de forma a
gerar um conjunto de itens frequentes de tamanho k. Seguidamente é utilizada a fungao apriori-
gen que recebe como argumento todos os (k-1)-itemsets e devolve um superconjunto contendo
todos os k-itemsets, designado como conjunto de itens candidatos (Agrawal and Srikant, 1994).
Seguidamente, para cada transacdo na base de dados, é determinado o suporte de cada conjunto
de itens candidato, ou seja, o seu nimero de ocorréncias. Posteriormente é verificado se cada um

dos candidatos satisfaz um valor de suporte minimo estabelecido (Gy6rodi et al., 2004).
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L1 = {Large l-itemsets};

For (k=2 ; Lk-1#J ; k++) do begin
Ck=apriori-gen(Lk-1); //New candidates
Forall transactions t € D do begin

Ct=subset (Ck, t);
// Candidates contained in t
Forall candidates c € Ct do
c.count++;
end
Lx = {c € Ct | c.count = minsup}
end
Answer = U k Lk;

Figura 2 - Algoritmo Apriori (Gy6rodi et al., 2004)

Vantagens e limitagdes

O algoritmo Apriori tem sido um dos mais usados, ndo s6 devido aos bons resultados na geracao
de itens frequentes, mas também a sua simplicidade. A sua facil implementagdo tem levado varios

autores a criar a suas proprias versoes adaptadas e otimizadas, baseadas no algoritmo Apriori.

A utilizacdo de uma procura breadth-first permite a contagem eficiente dos itens frequentes, e a
propriedade Apriori é Util para encontrar todos os conjuntos de itens frequentes. No entanto, esta
propriedade que para alguns casos pode ser bastante Util, para outros casos pode ser
problematica, uma vez que pode levar a geracdo de varios conjuntos de candidatos (Kumar and
Rukmani, 2010).

Uma outra desvantagem deste algoritmo é o seu tempo de execucdo. Quando lidamos com
transag0es muito grandes, gerar n conjuntos de itens para cada transacdo e testa-los como
frequentes requer varias leituras a base de dados, assim como bastante tempo. Por outro lado, a
possibilidade de paralelizacdo do algoritmo pode contornar em parte este problema (Goethals,
2010, Kumar and Rukmani, 2010).

ii. FP-Growth

Outro algoritmo bastante utilizado para mineragdo de regras de associacao é o FP-Growth,
desenvolvido por Han et al. (2000). A principal caracteristica deste algoritmo € o facto de utilizar
uma estrutura de dados compacta, denominada frequent pattern tree (FP-tree), no processo de

geracao de itens candidatos. Desta forma o algoritmo passa por dois principais processos: a
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geracao da FP-tree e, posteriormente, a aplicacdo do FP-Growth para a obtencdo das regras. O
primeiro processo consiste essencialmente em armazenar todas as transacOes da base de dados
numa Unica estrutura. Desta forma cada nd da arvore corresponde a um item que esta associado a
uma lista, que contem todas as transagdes na qual este ocorre, e a um contador do seu nimero de

ocorréncias (Gyo6rodi et al., 2004).

Procedure FP-growth (Tree, A)

{

If Tree contains a single path P
then for each combination (denoted as B) of the nodes in the
path P do
generate pattern B U A with support=minimum support of
nodes in B
else for each ai in the header of the Tree do

generate pattern B=aiUA support=ai.support;
construct B’s conditional pattern base and B’s conditional
FP-tree
TreeB;
If TreeBzd
Then call FP-growth (TreeB, B)

Figura 3 - Algoritmo FP-Growth (Gyo6rodi et al., 2004)

O segundo processo esta apresentado na Figura 3. Nesta fase o algoritmo FP-Growth recebe uma
FP-tree e devolve um conjunto de padrbes frequentes, através da realizagdo de uma procura
bottom-up pela estrutura. Se a arvore recebida apenas conter um caminho, o algoritmo vai gerar
padroes através da combinacao dos nds nesse caminho. Se a arvore conter mais do que um
caminho é gerado um padrao condicional e a sua respetiva FP-tree para cada item. Um padrao
condicional consiste num conjunto de prefixos dos caminhos desse item. O algoritmo é executado

recursivamente sobre as novas FP-tree geradas (Han et al., 2000).
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Vantagens e limitacoes

A principal caracteristica e, consequentemente, vantagem deste algoritmo é a utilizagdo de uma
estrutura de dados compacta, a FP-tree, na qual é armazenada apenas a informacao considerada
relevante. Esta estrutura permite ndo sé a redugao do numero total de itens candidatos, mas
também do numero de leituras repetidas a base de dados. Desta forma, o algoritmo revela-se
bastante eficiente tanto para pequenas bases de dados, como para bases de dados com elevado
numero de transacdes (Gyorodi et al., 2004, Kumar and Rukmani, 2010). A Unica desvantagem a
apontar neste algoritmo sdo algumas falhas apontadas no processo de geracao de bons candidatos
(Kumar and Rukmani, 2010).
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Capitulo 4

O Caso de Estudo

4.1 Contextualizacao

Desde os meados dos anos 90 que os sistemas de data warehousing se tém tornado em
ferramentas bastante valiosas nos processos de tomada de decisao das organizagbes. O
desenvolvimento destes sistemas e a aposta na exploragao e andlise de informacdo orientada ao
assunto tem tido um grande impacto na forma como as organizacdes delineiam os seus negdcios,
e definem as estratégias que melhor se adaptam a areas especificas (Wixom and Watson, 2001).
Apesar destes sistemas terem vindo a trazer um enorme conjunto de vantagens aos analistas, é
necessario um conjunto de pontos a ter em consideragdo quando se trata do seu desenvolvimento.
O sistema deve, para além fornecer a informac3o consistente, completa e precisa ao utilizador, ser
flexivel e eficiente de forma a permitir uma adaptagdo e resposta rapida as mudangas nas
necessidades dos analisas e intervenientes nos processos de tomada de decisao (Wixom and
Watson, 2001).

Como ja foi referido, diversas areas, como as telecomunicagGes, o retalho, a medicina, entre
outros, tém optado por este tipo de sistemas de forma a melhorarem toda a estrutura de suporte

aos seus negocios, e os fatores mencionados acima sdo tidos bastante em conta, uma vez que
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envolvem custos para essas mesmas organizagoes. Desta forma, é necessario ponderar e chegar a
uma acordo entre rapidez, memoria utilizada e flexibilidade de adaptagdo as necessidades pontuais

dos utilizadores.

A utilizagao de memoria e custos de computagao sdo dois pontos bastante importantes quando
lidamos com este tipo de estruturas, uma vez que é essencial ter toda a informacao relevante que
permita responder facil e rapidamente a todas as necessidades do utilizador, mas isso pode
implicar grandes custos de memoria. Proporcionalmente ligado a esses custos estdo os custos de
computagao, pois quanto maior a quantidade de informagao, maior serdo os custos de computagao

da mesma.

Uma das questdes diretamente ligadas com a utilizacdo ineficiente de memdria para
armazenamento de cubos OLAP refere-se ao armazenamento de cubos esparsos. A fraca qualidade
dos dados, nomeadamente itens cujos valores sao nulos ou zero, ou mesmo falhas no desenho
podem levar ao aumento do grau de esparsidade do cubo, provocando inevitavelmente problemas
de computacdao, armazenamento ineficiente assim como decréscimo no prdprio desempenho do

sistema de suporte a decisdo (Niemi et al., 2000).

No entanto, nem sé esse caso tem uma implicacao direta na ineficiéncia de armazenamento. Como
ja foi referido, a utilizacdo dos cubos esta diretamente ligada as necessidades dos utilizadores e as
diferentes atividade ou areas da organizagdo. Ou seja, usualmente, um determinado utilizador ou
cada area da organizacao utiliza uma parte especifica do cubo. Isto pode ter grandes implicacoes
no desempenho do sistema, dado que acabamos por ter uma enorme quantidade de informagao
materializada, em que grande parte nao é utilizada nos processos de tomada de decisdo, o que

leva a um consumo desnecessario de recursos.

A definicdo de Data Marts, ou seja, particularizacdes do Data Warehouse geral, pode ser uma
solucdo para a reducdo de custos quando as utilizagdes sdao orientadas a areas especificas do
negocio. Estas estruturas permitem otimizar parte dos aspetos mencionados anteriormente, uma
vez que permitem reduzir o volume de dados e proporcionar vistas mais simples aos utilizadores,
tornando consequentemente a analise mais rapida e eficiente (Moody and Kortink, 2000). Contudo,
até mesmo utilizando estas estruturas mais especificas, deparamo-nos com 0s mesmos problemas
mencionados acima. Isto deve-se ao facto de que dentro das proprias areas de negdcio existirem
diversos tipos de utilizadores, variadas perspetivas de andlise e diferentes necessidades de negdcio

que se podem alterar ao longo do tempo.
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E nesta perspetiva que é importante a realizacdo de um estudo mais especifico sobre a exploracio
de estruturas multidimensionais, ou seja, um estudo das gueries realizadas sobre essas mesmas
estruturas e do comportamento dos agentes de decisdo face a sua utilizacao. Desta forma, o nosso
estudo partiu de um conjunto de gueries MDX, resultado da exploragao de uma estrutura de dados

multidimensional, um pequeno data mart, com informacao relativa a vendas.

4.2 O modelo de dados

A exploragdo de estruturas de dados multidimensionais € feita usualmente através de gueries MDX.
Este problema, em concreto, consistiu na analise de gueries MDX realizadas sobre um cubo de
dados especifico. E comum registar em ficheiros de log do servidor OLAP todas as gueries MDX
realizadas sobre um cubo. Tal como acontece em servidores Web, quando um utilizador inicia a
sua utilizagdo é aberta uma sessdo, e em cada sessdo um utilizador realiza um conjunto de gueries
MDX. Toda essa informagdo, desde a identificacdo do utilizador, dados relativos as gqueries
realizadas e detalhes de data e hora de cada guery ficam armazenados nesse ficheiro de log
(Giacometti et al., 2008). Tipicamente um ficheiro de log de um servidor OLAP apresenta a

seguinte estrutura:

“2010-07-09 01:24:28. 611 [http-8080-2] DEBUG mondrian.mdx -3:

select { [Measures]. [Unit Sales], [Measures] . [Store Cost],
[Measures] . [Store Sales]} ON COLUMNS, Hierarchize( Union( Crossjoin
({ [Promotion Media] . [ALL Medial}, {[Product] . [ALL Products]}),
Crossjoin ({[Promotion Media].[ALL Medial}, [Product].[ALL Products].

Children) ON ROWS from [Sales] where [Time].[1997]
2010-07-09 01:24:29, 876 [http-8080-2] DEBUG Mondrian.mdx -3: exec: 1265
mS”

A primeira linha indica os dados relativos a data e hora em que a guery mdx foi realizada pelo
servidor analitico, a guery executada é apresentada logo de seguida e a Ultima linha especifica a
data e hora a que a query foi respondida, assim como o tempo te execucdao em milissegundos.
Neste caso especifico, o ficheiro log utilizado registava as gueries executadas sobre uma estrutura
multidimensional cujo contexto era relativo a Vendas (Sa/es). O cubo em questao, composto por

treze dimensdes e seis medidas, permite armazenar informacao relativa a lojas, produtos, clientes,
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armazéns, entre outros. Desta forma, o resultado do nosso estudo relativamente as gueries

executadas sobre esse cubo refletird um conjunto de informagdo relacionada com este contexto.

Um ficheiro de log OLAP é tipicamente um ficheiro de texto com inimeros registos semelhantes
aos apresentados acima. Extrair qualquer tipo de informagdo relevante de um conjunto tao vasto
de dados deste tipo torna-se numa operagao extremamente complexa e extenuante. Assim, todos
estes dados, utilizados posteriormente para o estudo e analise de preferéncias, foram previamente
extraidos do ficheiro de log e armazenados numa base de dados relacional, com o objetivo de
manter toda essa informacdo estruturada e normalizada, e facilitar a sua posterior andlise. Na

Figura 4 podemos ver o esquema da base de dados utilizada.

Measure v
| Cube_Measure ¥ m | Measure_Query ¥
id_Measure INT
id_Cube_fic INT i |+ id_Measure fic INT
» Measure VARCHAR(30)
id_Measure_fk INT id_Query_fk INT
Function VARCHAR(25)
> >
b
| LogQuery ¥
W = _| Query i id_LogQuery INT
id_Cube INT Jie: Gunny il QueryINE Date DATE
Na_meCube VARCHAR(50) L;_A A I Query VARCHAR(5000) | | 2 Hour TIME
Description VARCHAR(200) | | ©id_Query_fk INT AverageTme FLOAT | " & Time FLOAT
» Description ;
> > Oceurence INT Query_id_Query INT
> User_id_User INT
>
| Dimension v
| Cube_Dimension ¥ id_Dimension INT | Dimension_Query ¥
id_Cube_fk INT Dimension VARCHAR{30) |+ id_Dimension_flc INT
id_Dimension_fk INT dimKey VARCHAR(25) id_Query_fk INT
> | Type VARCHAR(1) >
=

—| user v
id_User INT
Name VARCHAR(S0)
» CompanyNumber INT |
>

Figura 4 - Esquema da base de dados relacional

Este esquema é composto por 6 tabelas que representam as entidades envolvidas,
nomeadamente: LogQuery, Query, User, Cube, Dimension e Measure; e outras 5 tabelas que

representam os relacionamentos entre as entidades referidas: Cube_Measure, Cube_Dimension,
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Cube_Query, Measure_Query e Dimension_Query. Cada uma das tabelas vai registar dados
especificos do ficheiro de log. Na Tabela 1 esta apresentado o papel que cada uma das tabelas do

sistema representa.

Tabela 1 - Descrigao das tabelas do modelo de dados inicial

Tabela Papel
LogQuery Registo da execucdo de uma query MDX
Query Registo da query MDX executada pelo sistema analitico
User Registo da informacao relativa aos utilizadores que lancaram as queries
Cube Descricao dos cubos sobre 0s quais as queries sao executadas
. . Registo das dimensdes utilizadas para responder a uma determinada
Dimension query
Measure Registo das medidas utilizadas para responder a uma determinada query

Com esta base de trabalho, todo o processo de selecdo, preparagao e analise dos dados relevantes
para este estudo tornou-se bastante mais simples.

4.3 Analise exploratoria

A adesdo a data warehouses por parte das organizacdes nestes Ultimos tempos teve grande parte
a ver com a crescente necessidade destas entidades chegarem aos seus clientes e satisfazerem as
suas necessidades em termos de informacdo para processos de tomada de decisdo. Isto levou a
reestruturacdo de departamentos de venda e a implementacdo de novas técnicas de analise de
dados baseadas em cubos. Desta forma, penso que o nosso caso de estudo nao poderia ilustrar

melhor a tendéncia atual.

Como ja referido, a analise partiu da exploracdo de uma estrutura de dados multidimensional, um
pequeno data mart, com informagao relativa a vendas. Relembrando, o cubo de dados “Sales”

apresenta uma estrutura constituida por 6 medidas e 13 dimensdes.
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Dimensoes:

Store

Store Size in SQFT
Store Type

Time

Product
Warehouse

Promotion Media

Medidas:

Unit Sales
Store Cost

Store Sales

— Promotions

—  Customers

— Education Level
— Gender

— Marital Status

— Yearly Income

— Sales Count
—  Customer Count

— Promotion Sales

O conjunto de dados iniciais deste estudo consistiu num ficheiro de log, sobre o qual foi extraido

um total de 57689 gueries realizadas entre 1 de Janeiro de 2009 e 7 de Marco de 2010, por

diferentes utilizadores, sobre a estrutura acima referida. Durante o ano de 2009 o numero de

queries realizadas diariamente manteve-se constante, com uma média acima de 150 gueries/dia.

No entanto, nos casos registados em 2010 observou-se uma descida significativa, com uma média

de 45 gueries/dia. Em termos gerais, e de forma mais concreta, foram realizadas, em média, 156

gueries por dia, perfazendo uma média mensal de 4121 gueries. Na Tabela 2 podemos observar a

grande discrepancia entre 2009 e 2010, devido essencialmente ao facto de que em 2010 ter sido

registado um total de apenas 178 qgueries, efetuadas nos meses de Fevereiro e Margo.

Tabela 2 - Média total de gueries realizadas por més

AVG
— (Queries/Més)
2009/2010 4121
2009 4793
2010 89
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Apds a devida selecdo e extragao dos dados para a base de dados relacional, foi possivel identificar
ao todo um total de 157 gueries distintas realizadas sobre o nosso cubo. Apesar de distintas, é
possivel identificar grupos de gueries que utilizam o mesmo conjunto de dimensbes e medidas. No
entanto, dada a enorme quantidade de dados e a complexidade das proprias gueries MDX, torna-
se complicado extrair informacdo Util e precisa sem o auxilio de ferramentas analiticas. Focando-
nos agora nos perfis de utilizacdo e respetivos intervenientes, foi possivel identificar trés

utilizadores distintos, cuja média de gueries realizadas por més ndo varia muito entre si.

Tabela 3 - Média mensal de gueries por utilizador

AVG (Queries/Més)

Utilizador = 2009/10 2009 2010
[http-8080-1] 1478 1599 49
[http-8080-2] 1510 1594 70
[http-8080-3] 1430 1593 32

E de salientar que durante o ano de 2009, ambos os utilizadores mantiveram uma média de
queries constante durante todos os meses. No entanto, no ano de 2010, para além da reducdo
significativa da carga de exploragao, em Janeiro ndao se registou qualquer guery, o que tornou

possivel observar a discrepancia entre os diversos utilizadores nos restantes meses.

Tabela 4 - Total de gueries realizadas por cada utilizador no ano de 2010

Total Queries

Utilizador Janeiro Fevereiro Marco
[http-8080-1] 0 66 10
[http-8080-2] 0 70 0
[http-8080-3] 0 0 32

Apesar de, ao longo de 2009, os diversos utilizadores terem mantido uma carga de utilizacdo
bastante semelhante, o tipo de exploracao efetuado por cada um é claramente variavel, como é
possivel verificar na Tabela 5. O perfil de utilizacdo de cada utilizador/analista pode ser bastante
diversificado, uma vez que depende de variaveis como a area de negdcio, o processo em que

estdo inseridos, as suas necessidades especificas e, até as proprias caracteristicas do analista.
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E possivel verificar a diversidade de andlise ao observar as queries realizadas. Para responder a
cada guery foram utilizadas, como sabemos, algumas dimensdes e medidas do cubo, e com base
nisso é possivel identificar para cada utilizador quais as partes mais acedidas das estruturas que
costumam consultar. Também neste caso, devido a inUmera quantidade de gueries que cada
utilizador efetuou e a quantidade de dimensdes e medidas utilizadas, também a utilizagao de
ferramentas analiticas se torna indispensavel. No entanto, j@ na tabela apresentada é possivel
verificar que o nuimero de dimensGes e medidas utilizadas para responder as gqueries varia
consoante o utilizador, indicando a partida que as proprias gueries variam de utilizador para

utilizador, bem como as partes do cubo utilizadas.

Tabela 5 - Caracteristicas numéricas das gueries realizadas por cada utilizador

Dimensodes Medidas
Utilizador AVG Min Max AVG Min Max
[http-8080-1] 5 3 8 4 1 6
[http-8080-2] 3 2 3 5 3 6
[http-8080-3] 4 3 5 4 3 6

Dada a natureza dos dados extraidos, a aplicacdo de técnicas de mineracdo de dados, como as
regras de associacdo, cujos estudos demonstraram ser ferramentas bastante Uteis na analise de
clickstreams/ web logs, e na definicdo de padroes de utilizacdo Web, pode revelar-se uma

abordagem interessante no estudo de preferéncias OLAP.

4.4 Modelacao dimensional

Com os dados estruturados e armazenados na base de dados apresentada acima tornou-se mais
facil identificar o que seria importante analisar e quais os dados relevantes para essa analise.
Quando estamos a estudar preferéncias, nomeadamente preferéncias OLAP, existem diversos
pontos onde nos devemos focar para além dos diretamente relacionados com a preferéncia em si.
Por outras palavras, apesar das preferéncias OLAP serem indicadas através da anadlise de cada
uma das gueries que foram executadas, ou seja, da instrucao MDX propriamente dita, existem
outros dados relativos a utilizagdo e exploragao do cubo bastante importantes e relevantes neste

estudo. Para estabelecer preferéncias de utilizacdo de cubos, para além de extrair informacao
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relativa as dimensdes e medidas utilizadas, é necessaria realizar também uma analise temporal das

gueries executadas, assim como observar o0 comportamento de cada utilizador.

Assim, tornou-se relevante fazer a implementacdo de um pequeno data warehouse para
acolhimento dos dados recolhidos e de forma a facilitar o processamento dos mesmos através de
técnicas de mineracdo. O grao definido para a tabela de factos envolvida permite estabelecer
preferéncias de utilizacdo OLAP com base nas gueries realizadas, uma vez que representa uma
determinada gquery, constituida por determinadas dimensoes e determinadas medidas,
realizada por um determinado utilizador, sobre um determinado cubo multidimensional de

dados, numa determinada data e hora, inserida num determinado periodo do dia.
Tabela 6 — A matriz de decisdao do caso de estudo

Dimensdes Data Mart: Queries MDX
(tf_logquery)
Cubo (dim_cube)
Utilizador (dim_user)
Query (dim_query)
Dimensdo (dim_dimension)
Medida (dim_measure)
Data (dim_date)

Periodo (dim_period)

X X XX X X X

A matriz de decisdo apresentada na Tabela 6, levou a definicdo de uma estrutura em estrela,
constituida por sete dimensGes, uma tabela de factos e duas tabelas ponte. A tabela de factos em
si é composta por diversos eixos de analise, representados por chaves estrangeiras para as tabelas
de dimensdo, e quatros medidas que permitem complementar a caracterizacdo de cada facto,
nomeadamente: o tempo de execucao da guery, o niUmero de dimensdes utilizadas, o nimero de
medidas e o total de ocorréncias. Uma vez que cada guery pode utilizar mais do que uma
dimensdo ou medida, e que cada dimensdo/medida pode ser utilizada em uma ou mais gueries, foi
necessario a criacao de duas tabelas ponte, uma para as dimensoes e outra para as medidas, de

forma a definir este relacionamento (Figura 5).
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—_| dim_query L4
Dim_Query INT(11) |
‘ Query VARCHAR(5000) T _]
’ |
|
e
—| dim_user v
Dim_User INT(11)
Mame VARCHAR(50) ey === -
CompanyMumber INT(11)
>
[Erm—mE —ig
|
|
|
|
|
|
|
¥
—] dim_date v
Dim_Date INT(11)
»Date DATE
DayOfiteek VARCHAR(10)
Week TINYINT (4)
Month VARCHAR(S)
Quarter TINYINT(4)
‘fear YEAR
>

| tf_logquery ¥
id_LogQuery INT{11)

& Dim_Query INT(11)

3 Dim_User INT{11)

% Dim_Date INT(11)
Dim_Hour TIME

& Dim_Cube TINYINT(4)

2 Dim_Period TINYINT(4)

2 Time FLOAT
N_Dimensons INT(11)
N_Measures INT(11)

»
¥
|
|
4
] dim_period ¥

Dim_Period TINYINT(4)
Period VARCHAR(10)
StarfTime TIME

» EndTim e TIME

] tflg_measure v ] dim_measure v
id_Measure_fk INT(11) id_Measure INT(11)
id_TFLGQ_fk INT(11) | <> Measure V ARCHAR(30)

> >

I
M-

| dim_dimension v
id_Dimension INT {11}

» Dimension VARCHAR(30)

i 2

id_Dimension_fk INT(11)
id_TFLQ_fk INT(11)

—

] dim_cube
Dim_Cube TINYINT(4)
> Cube VARCHAR(25)
Description VARCHAR(150)
>

Figura 5 - Esquema do data mart implementado

Passemos agora a caracterizacdo de cada um dos constituintes do nosso data mart.

Tabela de factos (“tf_logquery”): tabela onde sao guardados os factos que serao

utilizados na andlise. Cada facto representa uma determinada query, constituida por

dimensdes e medidas,

realizada por um utilizador, sobre um determinado cubo

multidimensional de dados, numa determinada data e hora, inserida num periodo

especifico do dia.
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Tabela 7 - Caracterizacao da tabela de factos “tf_logquery”

Atributo

Dim_Query

Dim_User

Dim_Date

Dim_Hour

Dim_Cube

Dim_Period

Time

N_Dimensions

N_Measures

Descricao
Codigo de identificagao
da guery MDX realizada

sobre o0 cubo.
Codigo de identificagao
do utilizador que efetuou
a gquery

Data em que a guery foi
executada

Hora a que a guery foi
executada
Codigo de identificagdo
do cubo sobre o qual foi
executada a guery

Periodo do dia em que
foi executada a guery

Tempo de execucdo da
query

Numero de dimensoes
utilizadas na guery

Numero de medidas
utilizadas na guery

Tipo de dados

Integer

Integer

Integer

Time

Integer

Integer

Float

Integer

Integer

Dominio
NUmero inteiro
positivo até 11

algarismos
NUumero inteiro
positivo até 11

algarismos
NUmero inteiro
positivo até 11

algarismos

Ex: 19:16:37

NUmero inteiro
positivo até 4
algarismos
Numero inteiro
positivo até 4
algarismos
Valor decimal
positivo
Numero inteiro
positivo até 11
algarismos
NUmero inteiro
positivo até 11
algarismos

Dimensao Query (“dim_query”): utilizada para caracterizar cada uma das guery.

Guarda informacdo relativa as gueries, nomeadamente as suas instrucdoes desenvolvida em

codigo MDX.

Tabela 8 - Caracterizacao da dimensao “dim_query”

Atributo

Dim_Query

Query

Descricao

Codigo de identificagao
da guery MDX

Query MDX

Tipo de dados

Integer

Varchar

Dominio
NUmero inteiro
positivo até 11

algarismos
String com um
limite de 5000

caracteres
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Dimensao User (“dim_user”): utilizada para caracterizar os utilizadores do cubo OLAP.

Tabela 9 - Caracterizagao da dimensdo “dim_user”

Atributo Descricao Tipo de dados Dominio
- . S Numero inteiro
. Cadigo de identificagao " B}
Dim_User do utilizador Integer posqu ate 11
algarismos
String com um
Name Nome do utilizador Varchar limite de 50
caracteres
Identificagdo da empresa Numero inteiro
CompanyNumber do Utilizador Integer posqu ate 11
algarismos

— Dimensao Cube (“dim_cube"): contem a informacao relativa ao cubo de dados sobre o

qual foram realizadas as gueries.

Tabela 10 - Caracterizacao da dimensao “dim_cube”

Atributo Descricao Tipo de dados Dominio
. . e w NUmero inteiro
. Cadigo de identificagao " ;
Dim_Cube do cubo Integer p05|t|vc_> ate 11
algarismos
String com um
Cube Nome do cubo OLAP Varchar limite de 25
caracteres
- . String com um
Description Descrigao do conteudo Varchar limite de 150
do cubo
caracteres
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Dimensdao Date (“dim_date”): esta dimensdo vai permitir a analise temporal das
queries realizadas sobre o cubo de dados, permitindo estudar preferéncias de utilizagdo
sobre diferentes escalas temporais (dia, més, ano, etc.).

Tabela 11 - Caracterizagao da dimensdo “dim_date”

Atributo Descricao Tipo de dados Dominio
. . I NUmero inteiro
Dim_Date Codigo de identificacao Integer positivo até 11
da data !
algarismos
Date DRI I G2 ol Date Ex:’ 2009-01-12"
realizada a guery
String com um
DayOfWeek Dia da semana Varchar limite de 10
caracteres
Ex: ‘Monday’
Semana do ano em que Nimero inteiro
Week Integer positivo
ocorreu a consulta "y
Ex:’ 3
String com um
Month Més em que foi realizada Varchar limite de 9
a gquery caracteres
Ex: “January’
NUmero inteiro
Quarter Trimestre do ano Integer positivo
Ex: ‘1’
Y Ano da data em que foi Numerc_) _|nte|ro
ear realizada a gue Integer positivo
i Ex: 2009’

Dimensao Period (“dim_period”): esta dimensdo é utilizada para caracterizar os
periodos do dia (manh3, tarde, etc.). Como a exploracdo OLAP pode variar ao longo do

dia, revelou-se importante para o estudo a criacdo deste eixo complementar de analise.

Tabela 12 - Caracterizacdo da dimensao “dim_period”

Atributo Descrigao Tipo de dados Dominio
. . e NUmero inteiro
Dim_Period Codigo de |de,znt|f|cagao Integer positivo até 11

do periodo .

algarismos
String com um

Period Periodo do dia Varchar Hiiizs e 10

caracteres
Ex: ‘Morning’
StartTime Hora de inicio do periodo Time Ex: '08:00:00’
EndTime Hora de fim do periodo Time Ex:" 12:59:59'
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- Dimensao Dimension (“dim_dimension”): utilizada para caracterizar as dimensdes

utilizadas na guery MDX.

Tabela 13 - Caracterizacao da dimensao “dim_dimension”

Atributo

id_Dimension

Dimension

Descricao

Codigo de identificagao
da dimensao

Nome da dimensao

Tipo de dados

Integer

Varchar

Dominio
NUmero inteiro
positivo até 11

algarismos
String com um

limite de 30
caracteres

— Dimensao Measure (“dim_measure”): utilizada para caracterizar as medidas utilizadas

na guery MDX.

Tabela 14 - Caracterizacao da dimensao “dim_measure”

Atributo Descricao
id_Measure Cadigo de ideptificagao
da medida
Measure Nome da medida
— Tabelas ponte Query-Dimension

Tipo de dados

Integer

Varchar

(“tflg_dimension”)

Dominio
NUmero inteiro
positivo até 11

algarismos
String com um

limite de 30
caracteres

e Query-Measure

(“tflg_measure”): criadas de forma a representar o relacionamento n:m entre um facto

e as respetivas dimensbGes e medidas utilizadas na guery em causa. Cada uma destas

tabelas é composta pela chave da tabela de factos que identifica a query realizada e a

chave da respetiva dimensao.

Ap6s criado o data mart foi necessario proceder ao seu povoamento. Uma vez que os dados ja se

encontravam devidamente selecionados e tratados no sistema operacional, apenas foi necessario

adapta-los e importa-los para a nova estrutura, ndo sendo necessario qualquer processo de

tratamento complementar. A primeira fase do povoamento consistiu na importacao dos dados do
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sistema operacional para uma area de retencao, onde estes foram transformados de forma a
adaptarem-se ao nosso modelo multidimensional. A segunda fase passou pelo carregamento
desses dados para a nossa estrutura, iniciando-se o povoamento pelas tabelas de dimensao,

seguindo-se a tabela de factos e s6 depois as tabelas ponte.

Uma vez que grande parte dos registos que tinhamos eram dados histéricos, a dimensao Date
("dim_date”) foi definida com datas compreendidas entre ‘2008-01-01' e ‘2018-01-01". Para o
povoamento da dimens3ao Period (“dim_period”) optou-se por definir apenas trés registos,
correspondendo aos trés periodos do dia: manha (08:00:00-12:59:59), tarde (13:00:00-19:59:59)
e noite (20:00:00-07:59:59).

Todo este processo, desde a selecdo e extragao dos dados para uma base de dados relacional, a
criacdo do data warehouse e a posterior adaptacdo e importacdo dos dados para o mesmo foi
realizado através da ferramenta MySgl Workbench 5.2 (OracleCorporation, 2012). Uma vez
devidamente povoado o data warehouse, ficamos com a nossa base de estudo pronta para

aplicacdo de técnicas de mineracado e extracao de preferéncias.

4.5 Aplicacao de mineragao para extracao de preferéncias

Quando analisamos os dados deste problema em concreto, verificamos que é possivel definir as
preferéncias como um conjunto de dados relacionados que sdo pedidos varias vezes, ao longo do
tempo, ou seja, que sao frequentes. Existem diversos algoritmos de mineracdao de dados que
permitem encontrar um conjunto de itens frequentes entre os dados e, com isto, encontrar
interessantes associacOes e relacionamentos entre estes. Deste ponto de vista, ao encontrarmos
um conjunto de itens frequentes e suas regras de associagao correspondentes, conseguimos obter

um conjunto de preferéncias.

4.5.1 Abordagem de OLAP Mining

Como ja foi referido, existem diversas abordagens possiveis para a extracdo de conhecimento de

estruturas multidimensionais, desde a utilizacdo de sistemas OLAM, a adaptagdo das técnicas
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tradicionais de mineracao de dados, ou mesmo dos proprios modelos de dados. Neste caso, devido
a uma maior diversidade de ferramentas open-source de mineragao de dados que lidam com
modelos unidimensionais do que ferramentas de mineragao de estruturas multidimensionais,
optou-se pela Ultima abordagem. Desta forma, os dados oriundos da estrutura multidimensional
passaram por uma fase de pré-processamento, na qual foram selecionados, extraidos e

transformados de forma a permitir a aplicacdo de algoritmos de mineragao de dados tradicionais.

4.5.2 Ferramentas utilizadas

A abordagem escolhida abriu-nos um leque bastante diversificado de escolhas no que diz respeito
a ferramentas open-source para mineragao de dados. Uma vez que se optou pela extracdo e
transformacdo dos dados, a escolha da ferramenta a utilizar teve em conta ndo sé critérios
relativos a eficiéncia na extracdo de conhecimento, mas também na exploragao e analise dos
dados. Tendo por base estes critérios, optamos por utilizar a ferramenta RapidMiner, versdo 5.1,
devido, em grande parte, a extraordinaria gama de operadores que apresenta. O RapidMiner
contém desde operadores de importacdo de dados, a operadores de modelagdo, avaliagdo de
modelos e transformacdo de dados. Este Ultimo grupo de operadores revelou-se bastante Util pois
permitiu a extragao e transformacdo dos dados oriundos do data warehouse diretamente através

da ferramenta, sem ser necessario efetuar alteragbes no modelo de dados.

4.5.3 Analise e escolha do algoritmo

A utilizagao de algoritmos de mineracao de regras de associacdo pode tornar-se bastante eficaz na
extragdo e definicdo de preferéncias. A escolha de um algoritmo adequado ao caso em estudo
pode fazer toda a diferenca nos resultados que serdo obtidos. Desta forma, procedeu-se a analise

e comparacao de dois algoritmos de mineragao de regras de associagao, o Apriori e o FP-Growth.

De forma a verificar qual o algoritmo que melhor se adaptava ao caso em estudo, para além de
ponderar apenas as caracteristicas, vantagens e limitagdes de cada um, foi feita uma analise de
desempenho aos dois algoritmos, executando cada um deles sobre uma amostra com 57689
transacbes do conjunto de dados em analise. Para efetuar essa comparacao foi utilizada a

ferramenta Rapidminer, numa plataforma com as seguintes especificagdes: processador Intel Core
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i3-370M Dual Core, 4GB de memédria RAM, Windows 7 de 64bits. Cada um dos algoritmos foi
executado sobre 0 mesmo conjunto de dados, variando, em cada teste, o valor de suporte minimo.
O principal objetivo era analisar o desempenho de cada um dos algoritmos na geracao dos itens

frequentes e das regras de associacao.

Primeiramente, foi realizada uma analise de escalabilidade a cada um, verificando-se a forma como
estes se comportavam em termos de tempo de execugao para valores de suporte minimo
compreendidos entre 0.1 e 1. Na Figura 6 podemos ver que o tempo de execucao do algoritmo FP-
Growth diminui @ medida que o valor de suporte minimo aumenta. Ja o Apriori tende a ter um
tempo de execucdo estavel. No entanto, apresenta tempos de execucdo piores que o FP-Growth
para valores de suporte superiores a 0.5.

Seguidamente foi analisada a variacdo de itens frequentes e regras de associagao gerados por
cada um dos algoritmos para os diversos valores de suporte minimo. Para este caso especifico
verificou-se que, para qualquer valor de suporte, o FP-Growth gera mais itens frequentes e mais

regras que o Apriori, como é possivel ver na Figura 7 e Figura 8.

Escalabilidade

FP-Growth

OHNI&
/
!

\ —4—Apriori
T . . \

o1 02 03 04 05 06 07 08 09 1
Suporte (%)

Tempo de execucgdo
(seg)

Figura 6 - Analise de escalabilidade (Apriori vs. FP-Growth)
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Variacao dos Itens Frequentes
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Figura 7 - Variacao dos itens frequentes (Apriori vs. FP-Growth)

Variacao das Regras de Associacao
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Figura 8 - Variacao das Regras de Associacao (Apriori vs. FP-Growth)

O tempo de execucgdo levado por cada algoritmo e o nimero de itens/regras geradas nao nos
conseguem dar uma perspetiva clara do seu desempenho nos dois processos. Desta forma, foi
estimado o tempo médio que cada um dos algoritmos levava por cada item frequente gerado,
assim como por cada regra gerada. A Figura 9 revela que quanto menor for o valor de suporte,
menor € o tempo de execugdo por item frequente para o FP-Growth. Devido a falta de resultados
do algoritmo Apriori, para valores de suporte superiores a 0.3, torna-se dificil fazer uma

comparagao. No entanto, para os valores de 0.1 a 0.3 conseguimos verificar que o seu tempo de
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execucao é mais elevado que no algoritmo FP-Growth. A Figura 10 apresenta um comportamento

semelhante ao da Figura 9.

Tempo de Execucao por Item
Frequente

~

o B N W
1

/.,
~/ ——{—  =#=Apriori

| gl , : . . . . . FP-Growth
01 02 03 04 05 06 07 08 09 1

Suporte (%)

o o o

Tempo execucgdo/itens
frequentes (seg)

Figura 9 - Tempo de Execugao por Item Frequente (Apriori vs. FP-Growth)
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Figura 10 - Tempo de Execucdo por Regra de Associacao (Apriori vs. FP-Growth)

Ao analisar os graficos das figuras anteriores, e ponderando sobre os seus respetivos dados, é
possivel verificar que o algoritmo Apriori ndo se adequa ao caso em estudo, pois, para além de
apresentar tempos de execugdao piores que o FP-Growth, para valores razoaveis de suporte
minimo, gerou poucas ou nenhumas regras de associacdo e itens frequentes, contrariando um
pouco o que seria esperado teoricamente. Desta forma, tendo em conta o funcionamento de cada
algoritmo, suas vantagens e limitacdes, performance e os restantes resultados obtidos no estudo

comparativo, optou-se pela utilizagdo do FP-Growth para esta fase da definigao de preferéncias.
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4.5.4 O algoritmo FP-Growth

Ja foi apresentado resumidamente o funcionamento do algoritmo FP-Growth, no entanto, para um
melhor entendimento, é explicado, a seguir, mais pormenorizadamente o comportamento deste
algoritmo utilizando um exemplo relacionado com o tema em estudo, baseado no exemplo

apresentado em (Tan et al., 2005).

Consideremos que temos um conjunto de transagdes, apresentadas na Tabela 15, na qual cada
transacao se refere a uma guery realizada que estd identificada por TID. Cada transacdo é

composta por um conjunto de itens, neste caso, identificados como dimensdes @i, com i € [1..n].

Tabela 15 - Conjunto de transacoes

TID Dimensoes
1 {d1,d2}

2 {d2,d3,d4}
3 {d1,d3,d4,d5}
4 {d1,d4,d5}
5 {d1,d2,d3}
6 {d1,d2,d3,d4}
7 {d1}

8 {d1,d2,d3}
9 {d1,d2,d4}
10 {d2,d3,d5}

Com a aplicacdo do algoritmo pretende-se obter as dimensdes mais frequentes no conjunto de
dados e as associacdes ou relacionamentos existentes entre estas, por outras palavras, queremos
obter, para um determinado conjunto de dimensdes, qual ou quais as dimensdes que sao

devolvidas juntamente com este.

Como ja foi referido, a primeira fase do algoritmo passa por armazenar todas as transacdes numa
estrutura de dados denominada frequent pattern tree (FP-tree). Desta forma, o algoritmo comega
por ler a tabela de transacOes apresentada acima e vai construindo a FP-Tree, como podemos

observar através da Figura 11.
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null

d1:1

d2:1

(i) Apos ler TID=1

(iii) Apés ler TID=3 (iv) Apds ler TID=10

Figura 11 - Processo de construcao da FP-Tree

A medida que as transacBes sdo lidas, o nlimero de ocorréncias de cada item que a compde é
incrementado. Por exemplo, apds serem lidas as dez transacbes podemos observar que o item

mais frequente é a dimensdo 1, pois ocorre em oito das dez transacoes.

53



Caso de estudo

d4:1
d5:1
(i) Caminhos que contém o né d5 (ii) Caminhos que contém o né d4
null null
null
d1:8
-7 d2:2
d2:5

d1:8
(iv) Caminhos que contém o né d2

(iii) Caminhos que contém o né d3 (v) Caminhos que contém o n6 d1

Figura 12 - Decomposicdo da FP-Tree por cada né existente

Apds a FP-Tree ser construida, é efetuada uma leitura sobre a estrutura numa abordagem bottom-

up, criando para cada item uma FP-Tree com os caminhos em que este aparece (Figura 12).

Seguidamente, para cada no considerado frequente, ou seja, que satisfaca um suporte minimo,
sao identificados os seus prefixos e criadas as arvores condicionais correspondentes. Uma arvore
condicional de um determinado prefixo € uma FP-Tree que permite encontrar conjuntos de itens
frequentes que terminam com esse prefixo. Apds essa decomposicdo, o algoritmo é aplicado
recursivamente sobre cada arvore condicional. A Figura 13 mostra como sdo geradas as arvores
condicionais que vao permitir determinar os conjuntos de itens frequentes. Consideremos o né d5
cuja arvore de caminhos desse nd é apresentada na Figura 13(i). Supondo que o valor de suporte
minimo é 2, verificamos que d5 é frequente, pois a soma das suas ocorréncias é igual a 3. Desta
forma, é determinada a arvore condicional para d5 e identificados os seus prefixos, ou seja,
(d4,d5), (d3,d5), (d2,d5) e (d1,d5).

A FP-Tree de um determinado prefixo apresenta para cada nd tanto a ocorréncia deste em
transagdes que o incluem, como transagdes que ndo o incluem. Desta forma, ao gerar a arvore
condicional para esse determinado prefixo, sdao consideradas apenas as transacOes onde esse

prefixo ocorre, diminuindo consequentemente o suporte de cada nd. Por exemplo, o prefixo d5 foi
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considerado frequente, logo foi gerada a sua arvore condicional, como é possivel ver na Figura
13(ii). Na mesma figura, em (i), € apresentada a arvore que inclui todos os caminhos que
terminam em d5 no entanto apenas as seguintes transagdes incluem d5 {d1,d3,d4 d5},
{d1,d4,d5} e {d2,d3 d5}. As ocorréncias dos itens pertencentes, por exemplo, a transacdo {d2 d3}
estdo incluidas na FP-Tree, no entanto, essa transagdo ndo inclui o item d5, logo é necessario

diminuir o suporte dos nds inerentes a essa transagao.

d3:1 m)
dé:1
ds:1 """ d54 d5:1 dd:1 d4:1
(i) FP-Tree com caminhos (ii) FP-Tree condicional
terminados em d5 para o prefixo d5

Figura 13- Geracao de uma arvore condicional de suporte minimo igual a 2

Apds a diminuicdo das ocorréncias, os nés que ndo respeitem o suporte minimo sdo eliminados.
Como pudemos observar, ao passar da FP-Tree em (i) para a FP-Tree em (ii), o nd &2 foi
eliminado, pois o seu suporte era apenas 1. Ja 0 nd d3 é mantido, pois encontra-se ligado a outro
n6 d3, perfazendo no total um suporte de valor 2 para caminhos terminados em (d3,d5), logo
considerado frequente. A arvore condicional é gerada apenas para prefixos considerados
frequentes. Assim, quando a arvore é gerada ja nao é necessario considerar os nds referentes a

esse prefixo.

Depois, 0 processo € aplicado sobre a arvore apresentada na Figura 13(ii) para os prefixos de d5,
acima apresentados, sendo consecutivamente aplicado, recursivamente, sobre cada arvore gerada,

identificando os novos prefixos e as arvores condicionais correspondentes.

Ao aplicar o algoritmo ao caso em estudo, vamos obter algo semelhante ao resultado final deste
exemplo, por outras palavras, vamos obter os conjuntos de dimensdes que sao frequentes para

cada um dos sufixos, como € apresentado na seguinte tabela.
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Tabela 16- Exemplo de conjuntos de itens frequentes obtidos pelo FP-Growth

Sufixo Conjuntos frequentes
d5 {d5}z, {d4, d5}, { d1, d4, d5}, {d3, d5}, {d1,d5}
d4 {d4}, {d3, d4}, {d2,d3,d4}, {d1,d3,d4}, {d2,d4}, {d1,d2,d4}, {d1,d4}
d3 {d3}, {d2,d3}, {d1, d2, d3}, {d1, d3}
d2 {d2}, {d1,d2}
di {d1}

4.5.5 0 modelo de mineracao

Para a mineracdo de regras de associacdo, os dados em analise tém de passar por um conjunto de
processos até a obtencdo desses relacionamentos. Foi entdo definido um modelo que passa
essencialmente por trés fases: a identificacdo do que se pretende analisar, a selecao e pré-

processamento desses dados e a aplicagao do algoritmo de mineragao.

A Figura 14 apresenta o processo criado para a aplicacdo do modelo. A primeira e segunda fase do
modelo s3ao definidas pelos quatro primeiros operadores, enquanto que o algoritmo FP-Growth,
responsavel pela geracdo de itens frequentes e definigdo de regras de associacdo, é aplicado pelos

dois Ultimos operadores. Nas secgbes seguintes é apresentado em pormenor cada uma destas

fases.
FP-Growth
{ exa " ef-.a
Read Database Set Role Split Hominal to Bin.. Lo i
% out ( exa 'n exa ) ( exa T exa :) ( exa exa O
o iy I‘_‘@ ori Iﬁ ori ) &L ori :]
@ (&) pre B
6]
= A rul [}

= B 1))

Figura 14 - Modelo de regras de associacdao no RapidMiner
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i Dados e objetivos a alcancar

O obijetivo principal no processo de extragao de preferéncias OLAP ¢ identificar as partes do cubo
gue sao pedidas simultaneamente e diversas vezes ao longo do tempo. Assim, foi necessario

identificar quais os dados que seriam importantes para a analise.

Neste caso especifico, quando nos referimos as partes do cubo que sdo pedidas, estamo-nos a
referir aos dados que sdo utilizados para conseguir responder a uma determinada guery,
executada por um determinado utilizador. Precisamos, assim, de identificar os itens que sdo mais
utilizados e os que sdo devolvidos em conjunto para responder as diversas gueries executadas

sobre o cubo de dados.

Para este tipo de estruturas existem dois tipos de dados que podem ser pedidos numa guery MDX:
medidas, ou seja, valores quantitativos provenientes da tabela de factos, e dados referentes aos
eixos em analise, valores qualitativos provenientes das dimensoes. No inicio, o que se pretendeu
preferencialmente analisar foram as dimensdes, devido ao seu impacto na definicdo dos cubos
/ceberg a materializar, complementando posteriormente a analise das preferéncias OLAP com o
estudo de padrdes sobre as medidas. Focamo-nos, pois, sobre trés amostras distintas de dados:
uma apenas referente as dimensdes pedidas por todas as gueries MDX realizadas sobre o cubo de
dados, outra que continha informacdo apenas das medidas, e ainda uma outra que incorporava

tanto as medidas como as dimensdes que eram utilizadas para satisfazer essas mesmas gueries.

. Pré-processamento

Para a aplicagdo do algoritmo FP-Growth foi necessaria uma fase de pré-processamento na qual foi
efetuada a extracdo e transformacdo dos dados para analise. Como pudemos observar na secgao
4.5.4, inicialmente é necessario ter uma lista de transacOes, para as quais temos um conjunto de
itens. Desta forma, uma vez que no data warehouse cada registo da tabela de factos corresponde
a uma gquery executada num determinado momento, foi necessario que, para cada registo,

agrupassemos os itens, neste caso, dimensoes ou medidas que a guery correspondente utilizou.

Esta primeira fase foi realizada diretamente no RapidMiner, através do operador “Read Database”
que permite, além de definir uma nova conexdo a uma base de dados, executar, entre outras
coisas, comandos SQL. Assim, utilizando o comando GROUP_CONCAT() do MySQL foi possivel

agrupar as dimensoes utilizadas por transagao. No cddigo XML que se apresenta de seguida
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podemos observar os varios operadores utilizados nesta fase e o comando utilizado na amostra

referente apenas as dimensdes.

<operator activated="true" class="process" compatibility="5.1.006" expanded="true"
name="Process">
<process expanded="true" height="540" width="1123">
<operator activated="true" class="read database" compatibility="5.1.006"
expanded="true" height="60" name="Read Database" width="90" x="45" y="120">
<parameter key="connection" value="DW MDXQueries3"/>
<parameter key="query" value="select 1lq.id logquery,
GROUP_CONCAT (d.id _dimension_ fk ORDER BY 1 SEPARATOR &quot;,&quot;) as
dimensions FROM tf logquery as 1lg join tflg dimension as d on
id logquery=id tflg fk GROUP BY lg.id logquery"/>
<enumeration key="parameters"/>
</operator>
<operator activated="true" class="set role" compatibility="5.1.006" expanded="true"
height="76" name="Set Role (3)" width="90" x="179" y="120">
<parameter key="name" value="id logquery"/>
<parameter key="target role" value="id"/>
<list key="set additional roles"/>
</operator>
<operator activated="true" class="split" compatibility="5.1.006" expanded="true"
height="76" name="Split" width="90" x="313" y="120">
<parameter key="attribute" value="dimensions"/>
<parameter key="split mode" value="unordered split"/>
</operator>
<operator activated="true" class="nominal to binominal" compatibility="5.1.006"
expanded="true" height="94" name="Nominal to Binominal" width="90" x="420" y="210"/>

Na linha 8, onde é definido o comando SQL, podemos observar que é feito o agrupamento das
dimensoes pelo “id_logquery”, identificador Unico de uma guery, executada sobre um determinado
cubo, por um utilizador, num determinado momento. Ainda nessa por¢do de cddigo XML, é
possivel notar mais trés operadores utilizados na fase de pré-processamento, o operador “Set
Role”, o “Split” e o “Nominal to Binominal”. Foi necessario utilizar estes operadores para que fosse
possivel a aplicacdo posterior dos operadores de associagao. Por sua vez, o “Set Role” foi utilizado
para definir o “id_logquery” como atributo identificador da transagao, e o “Split” juntamente com o
“Nominal to Binominal” foram necessarios para converter os dados para um formato binomial,

requerido pelo operador do FP-Growth.

Na Tabela 17 é possivel ver um exemplo do conjunto de dados, apds toda a fase de pré-
processamento. Para cada transacao, identificada pelo “id_logquery”, sdao indicadas as dimensdes
gue sdo utilizadas pela guery correspondente, através da atribuicdo do valor “#we” ao atributo

referente a essa dimensdo, e as que nao sdo utilizadas, através da atribuicdo do valor “false”.
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Tabela 17 - Exemplo do conjunto de dados apés a fase de pré-processamento

id_logque dimensions dimensions_ dimensions_ dimensions_ dimensions_

Y 1 10 11 12 13

1 false False false false False
2 false False false false False
3 false True true true False
4 false True true true False
5 false True true true False
6 false True true true False
7 false True true true False
8 false True true true False
9 false True True true False
10 false True True true False

iii. Extracdo de itens frequentes e regras de associacao

A terceira fase do modelo consistiu na extracdo dos itens frequentes e das regras de associacao a
partir do conjunto de dados obtido anteriormente. Nesta fase, foram utilizados dois operadores, o
operador “FP-Growth” e o “Create Association Rules”. O primeiro é responsavel pela extragdo dos
itens e o0 segundo extrai as regras a partir do output do primeiro. Para cada um dos operadores
responsaveis pela aplicacao do algoritmo FP-Growth foi necessario definir um valor de suporte
minimo e outro de confianca, respetivamente. Por vezes, para determinados tipos de andlise, a
escolha de um nivel de suporte baixo pode revelar resultados bastante interessantes, como é o
caso de padrdes pouco usuais. No entanto, para este caso escolher um valor de suporte bastante
baixo tornar-se-ia desvantajoso. Para além de nos retornar um conjunto enorme de resultados, a
propria natureza dos dados ira provocar um nivel bastante elevado de redundancia, o que iria
dificultar a andlise. Por outro lado, os proprios requisitos da analise levaram a escolha de niveis de
suporte e confianca que nos permitissem obter dados cujo nivel de frequéncia justificasse a

materializacao seletiva.

Os parametros utilizados neste processo podem ser observados no excerto de cddigo XML

apresentado de seguida.
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<operator activated="true" class="fp growth" compatibility="5.1.006" expanded="true"
height="76" name="FP-Growth" width="90" x="514" y="120">
<parameter key="min support" value="0.1"/>
</operator>
<operator activated="true" class="create association rules" compatibility="5.1.006"
expanded="true" height="76" name="Create Association Rules" width="90" x="648" y="165">
<parameter key="min confidence" value="0.7"/>
<parameter key="gain theta" value="2.0"/>
<parameter key="laplace k" value="1.0"/>
</operator> -

4.6 Analise dos resultados

Como foi referido no capitulo anterior, para este estudo utilizimos trés amostras distintas: uma
apenas referente as dimensdes pedidas por todas as gueries MDX realizadas sobre o cubo de
dados, outra que continha informagdo apenas das medidas, e ainda uma terceira que incorporava
tanto as medidas como as dimensOes que eram utilizadas para satisfazer essas mesmas queries.
Com base nessas amostras redirecionamos o nosso estudo em duas vertentes: uma analise mais
geral, que consistiu em analisar toda a amostra e determinar quais as partes do cubo que foram
mais utilizadas, e uma andlise orientada a periodos de tempo especificos. Nesta seccdo irei

apresentar os resultados da aplicagao do algoritmo sobre a amostra relativa as dimensoes.

4.6.1 Analise geral de itens frequentes

A amostra geral envolveu um total de 57689 gueries realizadas sobre o cubo Sales ao longo de
aproximadamente um ano. Apds a aplicacdo do algoritmo foi possivel obter conjuntos de itens
frequentemente utilizados durante a exploracao multidimensional. Como pardmetro inicial optou-se
por um suporte minimo de 10%, o que levou a um resultado de 65 conjuntos de itens frequentes,
de tamanhos variaveis entre 1 e 5 itens. De entre o conjunto de dado obtidos destacamos os
seguintes conjuntos de itens frequentes, que apresentaram um suporte superior a 30%. Apesar de
ser interessante para analise identificar os diversos conjuntos de itens e a sua frequéncia (definida

como o suporte) sobre o conjunto total de transagGes, para o nosso caso especifico, o objetivo é
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identificar conjuntos de itens com uma frequéncia elevada, pois sao esses que nos ajudarao a

definir perfis de materializacdo apropriados. A definicao de perfis com base em conjuntos de itens

com suporte elevado vai permitir a reducdao de memoria, garantindo, no entanto, um impacto

reduzido sobre a performance do sistema.

Tabela 18 — Itens frequentes com suporte > 30% (Analise geral)

Size Support Iteml

0.904
0.473
0.473
0.448
0.444
0.433
0.381
0.372
0.349
0.348
0.347
0.344
0.337
0.334
0.323
0.323
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Time

Product

Time

Store

Gender
Education Level
Marital Status
Time

Time
Customers
Gender

Gender

Time

Time

Education Level
Gender

Item2

Product

Store
Gender

Education Level
Marital Status
Education Level
Customers
Marital Status
Education Level

Item3

Marital Status

Ao observar os resultados obtidos conseguimos, para além de identificar conjuntos de itens

frequentes, definir tendéncias de exploracdo analitica. Com base na frequéncia de cada item sobre

o total de transacOes realizadas, verificamos que a analise dos utilizadores recai sobre os produtos

e as caracteristicas dos seus consumidores, nomeadamente o género, o estado civil e o nivel de

escolaridade.

A aplicagdo da segunda parte do algoritmo FP-Growth permitiu uma analise mais especifica destas

tendéncias, através das regras de associagdo obtidas.
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Tabela 19 - Regras de associacao com suporte > 30% (Analise geral)

Regras de Associagao Support Confidence Lift Conviction
[Product] = [Time] 0,473 1 1,106 Infinity
[Gender] = [Education Level] 0,347 0,781 1,804 2,589
[Education Level] = [Gender] 0,347 0,802 1,804 2,804
[Gender] = [Marital Status] 0,344 0,774 2,031 2,74
[Marital Status] = [Gender] 0,344 0,903 2,031 5,703
[Gender] = [Education Level, Marital Status] 0,323 0,727 2,25 2,48
[Education Level] = [Marital Status] 0,323 0,747 1,959 2,442
[Education Level] = [Gender, Marital Status] 0,323 0,747 2,17 2,588
[Marital Status] = [Education Level] 0,323 0,848 1,959 3,724
[Marital Status] = [Gender, Education Level] 0,323 0,848 2,443 4,287
[Gender, Education Level] = [Marital Status] 0,323 0,931 2,443 8,977
[Gender, Marital Status] = [Education Level] 0,323 0,939 2,17 9,326
[Education Level, Marital Status] = [Gender] 0,323 1 2,25 Infinity

Verificou-se que apesar de a dimensdao Product e as dimensOes utilizadas para caracterizar os
consumidores serem as mais frequentes, ndo existe uma associacao relevante entre elas. Através
das regras cujo suporte minimo é de 30% conseguimos identificar duas claras tendéncias de

exploragao:

-~ Analise dos produtos ao longo do tempo.

— Analise do tipo de consumidores.

No entanto, ao baixar o nivel de suporte, conseguimos identificar algumas regras interessantes que
mostram que numa pequena proporcao de transacdes os analistas tendem a fazer uma exploracao
com base nos produtos e nas caracteristicas dos consumidores desses mesmos produtos. De facto,
verificamos que apesar do baixo valor de suporte essas regras apresentam valores satisfatorios nas

restantes medidas de interesse.

Consideremos, por exemplo a seguinte regra:

— [Product, Gender, Marital Status] = [Time, Education Level]

Esta regra é bastante interessante pois, tendo em conta os parametros de Confidence e
Conviction, indica-nos que, sempre que as dimensdes Product, Gender e Marital Status forem

utilizadas numa query, prevé-se que as dimensbes Time e Education Level também o sejam.
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Tabela 20 - Regras de associacao com confianca >70% (Analise geral)

Regras de Associagao

[Product, Education Level] = [Time, Gender]
[Product, Education Level] = [Time, Marital
Status]

[Product, Education Level] = [Time, Gender,
Marital Status]

[Product, Gender] = [Time, Education Level]
[Product, Gender] = [Time, Marital Status]
[Product, Gender] = [Education Level,
Marital Status]

[Product, Gender] = [Time, Education Level,
Marital Status]

[Product, Marital Status] = [Education
Level]

[Product, Marital Status] = [Time, Gender]
[Product, Marital Status] = [Time, Education
Level]

[Product, Marital Status] = [Gender,
Education Level]

[Product, Marital Status] = [Time, Gender,
Education Level]

[Product, Gender, Education Level] =
[Marital Status]

[Product, Gender, Marital Status] =
[Education Level]

[Product, Gender, Education Level] = [Time,
Marital Status]

[Product, Gender, Marital Status] = [Time,
Education Level]

[Product, Education Level, Marital Status] =
[Time, Gender]

4.6.2 Analise temporal dos itens frequentes

Support Confidence

0,13
0,13

0,13

0,13
0,13

0,13
0,13

0,13
0,13
0,13

0,13
0,13
0,13
0,13
0,13
0,13

0,13

0,702
0,702

0,702

0,781
0,781

0,781
0,781

0,876
0,876
0,876

0,876
0,876
1

1

Lift
2,012
2,343

2,675

2,318
2,609

2,419
3,237

2,025
2,513
2,6

2,526
3,487
2,624
2,311
3,339
2,966

2,868

Conviction
2,184

2,349

2,473

3,033
3,205

3,097
3,47

4,59
5,27
5,364

5,284
6,058
Infinity
Infinity
Infinity
Infinity

Infinity

Ao falar de perfis de materializacdo, estamos a falar de perfis de utilizacdo de cubos, e com isso é

inevitavel falar de periodos de utilizagdo. De facto, podemos fazer diversos tipos de analise de

utilizacao: por utilizador, por sessdo e por periodo. Estas sdao variaveis essenciais quando

pretendemos tracar um perfil de materializacdo. Uma vez que focamos este estudo na andlise da

utilizacdo geral do cubo e ndo das suas sessbes ou na classificacdo de utilizadores, optou-se por
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seguir uma analise temporal de utilizagdo. Desta forma, verificou-se pertinente analisar o acesso

ao cubo em diversos periodos do dia.

Periodo da manha:

O periodo da manh3, definido entre as 08:00h e as 12:59h, revelou-se o periodo com mais

afluéncia com um total de 28170 gueries realizadas sobre o nosso cubo de dados. Através da

aplicacao da 12 fase do algoritmo obtivemos os seguintes item frequentes:

Tabela 21 - Itens frequentes do periodo da manha (Analise temporal)

Size Support
0.870
0.513
0.506
0.473
0.438
0.424
0.416
0.410
0.395
0.388
0.388
0.388
0.383
0.348
0.348
0.343
0.323
0.286
0.285
0.265
0.265
0.256
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Item1

Time

Gender

Store
Education Level
Customers
Marital Status
Time

Time

Gender
Product

Time

Gender

Time

Education Level
Gender

Time

Time

Time

Education Level
Gender

Time

Time

Item2

Store
Customers
Education Level

Product

Marital Status
Gender

Marital Status
Education Level
Education Level
Marital Status
Gender
Customers
Customers
Gender
Education Level

Item3

Marital Status

Marital Status

Education Level
Customers

Item4

Item5
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Tabela 22 - Itens frequentes do periodo da manha (Analise temporal) (continuacao)

Size Support
0.246
0.246
0.236
0.228
0.217
0.217
0.205

N WN W W bW

Item1
Time

Time
Time
Gender
Customers
Time
Store

Item2

Education Level

Gender
Gender

Education Level
Marital Status

Customers

Item3 Item4 Item5
Marital Status
Education Level
Customers

Customers

Marital Status

Marital Status

Education Level

Como pudemos observar, e tal como era esperado, a dimensdo “Time” é a mais frequente, com

um ratio de 87% sobre as gueries realizadas, o que indica que esta dimensao foi utilizada em

aproximadamente 24507 gueries. Dentro dos itens frequentes com um valor de suporte superior a

40% encontram-se as dimensoes: “Gender”, “Store”, “Education Level”, “Customers” e “Marital

Status”.

Periodo da tarde:

Durante o periodo da tarde, definido entre as 13:00h e as 19:59h, registaram-se 21752 gueries,

das quais mais de 40% utilizaram as seguintes dimensodes: “Time”, “Product”, “Education Level”,

“Gender” e “Marital Status”.

Tabela 23 - Itens frequentes do periodo da tarde (Analise temporal)

Size

W NN NP R~ N B -

Support Iteml

0.915
0.548
0.548
0.484
0.447
0.428
0.41

0.408
0.406
0.406

Time

Product

Time

Education Level
Gender

Marital Status
Gender
Education Level
Education Level
Education Level

Item2 Item3

Product

Marital Status
Gender
Marital Status

Gender Marital Status
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Periodo da noite:

O periodo da noite, definido entre as 20:00h e as 07:59h, revelou-se o periodo com menos
afluéncia, com um total de 7767 gueries realizadas. Durante este periodo, a dimensdo “Time” foi

utilizada em 100% das gueries, seguindo-se da dimensao “Product” e “Store”.

Tabela 24 - Itens frequentes do periodo da noite (Analise temporal)

Size Support Iteml Item2 Item3
1 1.000 Time

1 0.572 Product

2 0.572 Time Product

1 0.427 Store

2 0.427 Time Store

1 0.189 Gender

2 0.189 Time Gender

2 0.188 Product Gender

3 0.188 Time Product Gender
1 0.143 Education Level

2 0.143 Time Education Level

2 0.142 Product Education Level

3 0.142 Time Product Education Level

Com base nos itens frequentes obtidos conseguimos identificar um conjunto de dimensdes que sao
utilizadas para responder as diversas gueries em mais do que um periodo do dia, no entanto com
ratios de utilizacdo diferentes, como é o caso da dimensao “Gender”, das mais utilizadas durante a
manhd e a tarde, no entanto pouco utilizada no periodo da noite, ou a dimensdo “Store”, que

durante o periodo da tarde tem uma percentagem de utilizagdo mais baixa (<40%).

E possivel ainda identificar um conjunto de dimensdes com uma taxa de acesso bastante baixa ou
inexistente, como € o caso das dimensoes “Store Size in SQFT”, “Promotions”, “Promotion Media”,
gue apenas foram utilizadas no periodo da manha e cujo suporte nem chega aos 20%. A
percentagem de utilizacdo da dimensdo “Warehouse” ¢ inferior aos 10%, ndo sendo por isso

apresentada nos resultados.

Podemos verificar assim que é possivel tragar perfis de materializagdo que permitam responder as

necessidades didrias dos utilizadores, assim como também a necessidades especificas em
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determinados periodos do dia. Apesar dos proprios resultados do algoritmo, obtidos através do
RapidMiner, serem intuitivos, tivemos a necessidade de os tornar um pouco mais simples e

flexiveis de forma a adapta-los melhor ao préprio utilizador/analista.

4.7 Cubes Definer

A utilizagdo de preferéncias deve ser adaptada ao contexto do problema e as necessidades de
andlise de cada agente de decis3ao. Como vimos, anteriormente, na seccdo 4.6, pareceu-nos
pertinente analisar apenas regras e itens com valores de interesse altos. Contudo, pudemos
observar também que por vezes é possivel obter regras bastante interessantes ao variar as
diversas medidas de interesse. De forma a permitir a utilizacdo e adaptacdo deste estudo ndo a um
caso especifico como foi por exemplo este caso das vendas, mas também a diversos cubos, com
diferentes propositos e estruturas, optou-se por criar um seletor de vistas, o CubesDefiner. Este
seletor permite, para além de apresentar os resultados de forma simples ao utilizador, adaptar os
resultados das preferéncias ou regras de associacao obtidas as necessidades requeridas, e gerar a
partir do resultado da aplicacdo dos critérios do agente de decisao, visualizar as vistas do cubo que
serao necessarias materializar para responder a um conjunto de preferéncias com esses

determinados critérios.

Esta aplicacao, desenvolvida em linguagem Java, permite ao utilizador ver as preferéncias, ou seja,
os relacionamentos entre as diversas dimensdes consultadas, adaptar as preferéncias aos seus
critérios de interesse e, além disso, ver a /attice do cubo correspondente ao conjunto resultante. A
aplicacdo permite, também, importar os resultados do algoritmo de mineragdo, isto €, o conjunto

de regras, e adapta-lo com base num conjunto de parametros de avaliagdo (medidas de interesse).

4.7.1 Medidas de interesse

Como pudemos observar, os algoritmos de mineracao de regras de associacao podem devolver um
conjunto bastante vasto de regras. De facto, apesar do enorme progresso registado na obtengao
de regras de associagdao e na melhoria dos algoritmos de mineragao, a aplicacdo destes sobre

datasets reais pode levar, em alguns casos, a obtengdo de milhdes de regras (Zheng et al., 2001).
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De facto, dada a necessidade de reduzir o niUmero de regras obtidas e da obtencdo de regras que
de facto respondessem as necessidades do analista, muitos optaram pela utilizagdo de métodos de
pruning e de medidas de interesse. Saber analisar uma regra pode fazer toda a diferenca na
qualidade da informagdo obtido. Porém, com um conjunto extremamente vasto, essa tarefa torna-

se inexequivel.

A definicdo de medidas de interesse veio, por um lado, ajudar a reduzir o conjunto de regras
obtidas, mas também, a determinar estatisticamente e de forma objetiva a forca de uma regra. O
CubesDefiner permite ao utilizador aplicar um conjunto de medidas de interesse sobre o conjunto
de regras de associagao importado, permitindo definir limites de suporte, confianca, lift e

conviccao, e, com isso, obter um conjunto de regras mais especifico.

As medidas de suporte e confianca tém sido as mais utilizadas desde que surgiu a necessidade de
reduzir o nimero de regras de associacdo. O suporte de um determinado conjunto de itens,
representa a percentagem de transagdes do dataset que contém esses itens. Por outras palavras,
o suporte de uma regra de associacdo A=B, Sup(A = B), é dado por Sup(A U B). Por outro lado, a
confianga, pode ser vista como a probabilidade condicional de uma regra, ou seja, representa a
percentagem de transacdes contendo o(s) item(s) antecedente(s), onde se verifica a presenca
do(s) item(s) consequente(s). A confianca de uma regra A=B ¢ defina por Con{A=B) = Supx(A v
B) / Sup(A) (Gongalves, 2005). Apesar destas duas medidas apresentarem bons resultados, nao
resolvem dois problemas bastante comuns quando lidamos com este tipo de regras: a redundancia

e regras Obvias ou pouco interessantes.

Para contornar o problema das regras demasiado dbvias, que nada acrescentam a informacao Util
para o analista, foram definidas novas medidas de interesse que permitem determinar a
dependéncia entre itens. O Lift (Factor de Interesse) permite medir o desvio de independéncia
estatistica entre itens, isto é, permite determinar se o facto de dois itens aparecem juntos numa
transacao € provocado por uma relacao de dependéncia entre esses dois itens. O Lift é definido
por Liftf(A = B) = Conf(A = B) / Sup(B) (Gongalves, 2005). Esta medida pode ter trés

interpretacoes:

-  Se Lif{A = B) = 1, os itens sao independentes;
- Se Lif{A = B) < 1, os itens sdo negativamente dependentes, o que indica que o suporte

real desta regra € inferior ao suporte esperado.
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- Se Lif{A = B) > 1, os itens sao positivamente dependentes, o que indica que o suporte

real desta regra é superior ao suporte esperado.

Quanto maior o valor de /i, maior a dependéncia entre os itens, e, consequentemente, mais

interessante a regra.

A Ultima medida de interesse utilizada neste caso foi a Conviccdo. Esta medida permite medir a
forca da implicacao da regra, uma vez que € unidirecional, e tal como o Lift permite determinar a
dependéncia entre itens. A conviccdo é dada pela seguinte equacdo: ConUA = B) =
Su(A)xSup(—B) | SuXA v —B). Tal como o Lift, esta medida também pode ter varias

interpretacoes:

- Se Con A = B) = 1, o antecedente é completamente independente do consequente.

- Se Con A = B) > 1, o antecedente é dependente do consequente. Quanto maior o valor
de conviccdo maior a dependéncia.

— Regras onde o antecedente nunca aparece sem o consequente, ou seja, onde Conf(A =

B)=100%, o valor de conviccdo seré «.
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As imagens seguintes demonstram como é possivel através do CubesDefiner aplicar as diversas

medidas de interesse acima referidas sobre um dado conjunto de regras de associagao.

CubesDefiner
|
hns_period2_selection_csv.csv

Association Rules | Cube

Premisse C Support I o | Lift
D_Gender] ) Time, D_Educa. ,321] 719| -
D_Gender] _Time, D_Educa. E z% 7% E
D_Gender] _Time, D_Warita 325 727 —
D_Marital Status] ime, D_Educa. 321 751
D_Marital Status] me, D_Educa. , zi‘ ‘7g|
D_Marital Status] _|[D_Time, D_Gender] ,325| 759
D_Gender, D_Mar...|[D_Time, D_Educa 0,321 0,784 1,9662.786
D_Education Leve...[[D_Time, D_Warita 0,321 0,787) 2,207/3.087
D_Education Leve...[[D_Time, D_Gendef] 0,321 0,791 2,187[3.053
D_Education Level] 0,119 0,802 1,657(2.608
D_Warital Status] 0,119 0,802 1,876(2.893
D_Time, D_Educa 0,119 0,202 2,011/3.033
D_Education Level] 0,119 0,202 1,657[2.608
D_Time, D_Marita 0,119 0,202 2,341[3322
D_Warital Status] 0,119 0,802 1,8762.893 B
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[D_Gender, D_Mari_|[D_Education Level] 0,406 0,992 2,048[51297
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D_Marital Status, ... [D_Gender] 0,237| 0,993 2,223)84.329
D_Warital Status, .. |[D_Education Level 0,237] 0,993} 2,434/90.223
D_Gender, D_Store]|[D_Education Level] 0,237] 0,994] 2,053(83.529
D_Gender, D_Store]|[D_Marital Status] 0,237 0,994 2,324]92 661
D_Gender, D_Store]|[D_Education Level 0,237 0,994 2,447(96.137

D_Marital Status] 0,321 0,995| 2.:@{111 665
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Remove Redundant Rules
SE———————" pinimum Support (%)

10 20 30 40 50 60 70 80 90 100

— Minimum Confidence (%) #Rules
70 80 90 =
14
=S ——————————— Minimum Lift
0 5 10 15 20

—————————— e Conviction

Figura 15 - Aplicagdo de medidas de interesse através do CubesDefiner
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Nas imagens apresentadas pudemos verificar como a aplicacdo destas medidas sobre o conjunto

de dados inicial permitiu diminuir significativamente o conjunto de regras apresentado.

4.7.2 Pruning de preferéncias

A aplicagdo de medidas de interesse permitiu melhorar a qualidade das regras de associacao,
nomeadamente em termos de relevancia ou forca da regra. No entanto, dentro do conjunto de

regras obtido foi possivel verificar a existéncia de varias regras redundantes como por exemplo:

1. [Product, Marital Status] = [Time, Gender]

2. [Product, Marital Status] = [Time, Gender, Education Level]
Assim, revelou-se importante que a aplicacdo permitisse aplicar técnicas de pruning sobre o
conjunto de regras, de forma a melhorar o conjunto de dados apresentados e com isso fornecer
uma melhor experiéncia ao utilizador. Para executar essa tarefa, foi escolhida uma técnica de
pruning baseada no conceito de rule covers. Este conceito, mencionado em alguns estudos
relacionados com pruning de regras de associacao (Jaroszewicz and Simovici, 2002, Toivonen et
al., 1995), defende que se existir uma regra X=Y que cobre o mesmo conjunto de dados que uma
regra mais especifica XZ=Y, a regra mais especifica pode ser eliminada, desde que ndo adicione
informacao relevante para analise. J& em (Bayardo Jr. et al., 1999), por outro lado, os autores
defendem que se a forca da regra mais especifica XZ=Y for maior que a da X=Y, a regra mais
geral poderd ser eliminada, pois a mais especifica ird aumentar a capacidade preditiva. Tal como
em (Jaroszewicz and Simovici, 2002), também estes autores utilizaram um thAreshold minimo, neste
caso com base em medidas de interesse como a confianca e o suporte, para determinar se uma

regra trazia um maior beneficio em relagdo a outra.

Como para este estudo nao era necessariamente importante determinar o conjunto de regras que
permitissem aumentar o poder preditivo, mas sim definir um conjunto de dimensdes mais
especifico, ndo reduzindo no entanto o poder analitico, optou-se entdo por utilizar um algoritmo
que eliminasse todas as regras mais especificas que nao fossem relevantes. Por outras palavras,
todas as regras especificas cuja confianga nao respeitasse um threshold minimo de confianga, i.e.,
se conf(XZ=Y)<conf(X=Y) ou se conf(XZ=Y)-conf(X=Y)<minconf, seriam eliminadas. Como

threshold minimo, definiu-se minconf=0.01.

71



Caso de estudo

4.7.3 Das regras a lattice

Apos definidas as regras que melhor satisfazem as necessidades do utilizador, foi finalmente
possivel determinar qual a estrutura multidimensional resultante, através da construcdo da /attice
do cubo definida pelos itens dessas mesmas regras. Como pudemos ver, as regras podem ser
constituidas por dimensdes e medidas. A construcdo da /attice passou assim pela aplicacdo da
definicdo de conjunto Group-by, apresentada anteriormente no capitulo 2, sobre as dimensoes
constituintes das regras resultantes. A representacdo destas regras, em forma de /attice, permite
ao utilizador ter a percepgao da reducao em termos de memoria que podera obter, uma vez que,
como poderemos ver a seguir, em alguns casos o nimero de agregagbes verificadas reduziu
significativamente as partes do cubo que necessitard materializar e que melhor respondem as suas
necessidades, bem como as operagbes OLAP que a estrutura resultante lhe permitird efetuar. Se
analisarmos a Figura 16, podemos observar a /attice gerada, correspondente ao conjunto final de

regras de associacdo.

Association Rules | Cube

‘[Gender‘ Marital Status, Education Level, Store, Tune]‘

&

[Gender, Martal Status, Education Level, Stare]l : |[—Gender,Ma|rts\ Status, Store, Time]‘ L}ender‘ Education Level, Stare,Tune]l i [Marital Status, Education Level, Stcre,Tm\e]l

il Status, Store] [Gender, Marital Status, Time] [Gender, Education Level, Store] [Gender, Education Leval, Time] [Gender, Store, Time] “][—Marﬂal Status, Education Level, Store]

[[artal Status, Education Level, Time] [

— e e e e

— =

\

[Gender, Education Level]

[Marttal Status, Eclucation Leve\]l

Gender, Store] [Gender, Time]

Dimensions: 5 Measures:

Vertices: 32

Figura 16 - Lattice do cubo no CubesDefiner
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4.7.4 Como utilizar o CubesDefiner

Ao se abrir a aplicacdo pode-se ver no canto superior esquerdo o botao ‘Open File’, que permite ao
utilizador selecionar o ficheiro com as regras de associacao e importa-las para a tabela disponivel
sob a tab ‘Association Rules’ (Figura 17).

| %] CubesDefiner
|
Open File
= i Cube Look In: ||j Resultados finais |V|
Premisse | Conclusion \ Conviction
Sets FP-Growth_dil il J)eriodLsulecﬁ(m.csuil
Sets FP-Growth_ ions_period1_ CEY,
Sets FP-Growth_dil ions_period2_: .CSV
Sets FP-Growth_ _period3_: CcSV
D Fr Sets FP-Growth_ ; _CSV.CSV
D resultado.csv
File Name: ‘mtltemSets FP-Growth_dimensions+measures_period1_selection. c5v|
Files of Type: ‘CSV documents (*.csv) | - |
Open Cancel
C > Minimum Support (%)
10 20 30 40 50 60 70 80 90 100 Reset

Y- -

| 2| CubesDefiner P

sasures_period1_selection.csy Open File
Association Rules | Cube

|| Premisse \ Conclusion Support Confidence Lift Conviction
' [M_Store Sales] [M_Unit Sales] 0,909 0,909 1/1.0 -~ |
[D_Marital Status] [D_Gender] 0,288 0,915 1,784/5.73 =
[D_Marital Status] [M_Store Sales, D_Gender] 0,388 0915 1,784/5.73
[M_Store Sales, D_Marital St... |[D_Gender] 0,388 0915 1,784/5.73

[M_Customer Counf] 0,618 0921 1.076/1.818

0,618 0921 1,076[1.818

0,618 0921 1,076[1.818

0,618 0921 1,076[1.818

0,618 0921 1,076[1.818

[D_Time, M_Customer Count] 0,618 0921 1,269(3.456

[D_Time, M_Store Cost] [M_Customer Count] 0,618 0921 1,076/1.818

[M_Store Cosf] [M_Store Sales, M_Unit Sale... 0,618 0921 1,076/1.818

[M_Store Sales, M_Store Cosi] |[[M_Unit Sales, M_Customer ... 0,618 0921 1,076/1.818

[M_Unit Sales, M_Store Cosi] |[M_Store Sales, M_Customer.. 0,618 0921 1,076/1.818
[M_Store Sales, M_Unit Sale... |[M_Customer Count] 0,618 0921 1,076/1.818 =

C Remove Redundant Rules

Minimum Support (%)

Wy: Minimum Confidence (%) # Rules
70 20 9% LD
0 271 |

Figura 17 - CubesDefiner: Importacao das regras de associacao

Apds se importar os dados do ficheiro, um conjunto de cursores permite aplicar thresholds

minimos de diferentes medidas de interesse sobre o conjunto de regras (Figura 18).
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Association Rules | Cube

Premisse Conclusion Support Confidence Lift Conviction
| [M_Unit Sales] [M_Store Sales] 0,909 1 1{NaN -
[D_Time] [M_Store Sales] 0,87 1 1{NaN 2
[M_Customer Count] [M_Store Sales] 0,856 1 1{NaN :
[M_Store Cosf] [M_Store Sales] 0,671 1 1{NaN
[D_Gender] [M_Store Sales] 0,513 1 1{NaN
[D_Store] [M_Store Sales] 0,506 1 1{NaN
[D_Education Level] [M_Store Sales] 0,473 1 1{NaN
[D_Customers] [M_Store Sales] 0,438 1 1{NaN
[D_Marital Status] [M_Store Sales] 0,424 1 1{NaN
[M_Customer Count] [M_Unit Sales] 0,856 1 1,1|Infinity
[M_Store Cosf] [M_Unit Sales] 0,671 1 1,1|Infinity
[D_Store] [M_Unit Sales] 0,506 1 1,1|Infinity
[M_Store Cosf] [D_Time] 0,671 1 1,15|Infinity
[D_Store] [M_Customer Counf] 0,506 1 1,169(Infinity
[M_Unit Sales, D_Time] [M_Store Sales] 0,779 1 1{NaN =

: — : Remove Redundant Rules

Minimum Support (%)

R

1
Minimum Confidence (%) #Rules
70 80 90 100
104

. ] Lift =
o 5 10 1 20

L ‘ Comviction

0 50 100 150 200

Figura 18 - CubesDefiner: Aplicacao de medidas de interesse

Ao carregar no botdo ‘Remove Redundant Rules’ o algoritmo apresentado na secgao 4.7.2 sera

aplicado sobre o conjunto atual de regras (Figura 19).

Association Rules | Cube

H Premisse Conclusion Support Confidence Lift Conviction
| [M_Unit Sales] M_Store Sales] 0,909 1 1/NaN -
[D_Time] M_Store Sales] 0,87 1 1|NaN
ﬁl\u‘!fcusmmer Count] M_Store Sales] 0,856 1 1|NaN
[M_Store Cosf] M_Store Sales] 0,671 1 1|NaN
[D_Gender] [M_Store Sales] 0,513 1 1|NaN 1
[D_Store] [M_Store Sales] 0,506 1 1|NaN T
[D_Education Level] [M_Store Sales] 0,473 1 1|NaN
[D_Customers] [M_Store Sales] 0,438 1 1|NaN
[D_Marital Status] [M_Store Sales] 0,424 1 1|NaN
[M_Customer Count] [M_Unit Sales] 0,856] 1 1,1/ Infinity
[M_Store Cosi] [M_Unit Sales] 0,671 1 1,1/ Infinity
[D_Store] [M_Unit Sales] 0,506 1 1,1/Infinity
[M_Store Cosi] [D_Time] 0,671 1 1,15|Infinity
[D_Store] [M_Customer Count] 0,506 1 1,169|Infinity
‘[M_Cuslumer Count] [M_Store Sales, M_Unit Sales] 0,856/ 1 1,1/Infinity |

. — . 'Remove Redundant Rules

Minimum Support (%)

R

3
Minimum Confidence {%) #Rules
70 80 90 100
- . 25
C 1 Minimum Lift

Figura 19 - CubesDefiner: Remocao de regras redundantes

A qualquer momento o utilizador podera reverter todas as agdes efetuadas e voltar ao conjunto

inicial de regras, bastando para isso carregar no botao ‘Reset’ (Figura 20).

74



Caso de estudo

Association Rules | Cube

\ Premisse | Conclusion Support Confidence Lift Conviction

[M_Store Sales] lm_um Sales] 0,909 0,909] 11.0 -
[D_Marital Status] [D_Gender] 0,388 0,915 1,784/5.73 =
[D_Marital Status] [M_Store Sales, D_Gender] 0,388 0,915 1,784/573

[M_Store Sales, D_Marital St.. |[D_Gender] 0,388 0,915| 1,784/5.73

[M_Store Cosi] [M_Custemer Count] 0,618 0,921 1,076{1.818

[M_Store Cosi] [M_Store Sales, M_Customer..., 0,618 0,921 1,076/1.818

[M_Store Sales, M_Store Cosf] [[M_Customer Count] 0,618 0,921 1,076{1.818

[M_Store Cosi] M_Unn Sales, M_Customer .. 0,618 0,921 1,076/1.818

[M_Unit Sales, M_Store Cost] |[M_Customer Count] 0,618 0,921 1,076/1818

[M_Store Cosi] [D_Time, M_Customer Count] 0,618 0,921 1,269(3.456

[D_Time, M_Store Cosf] [M_Customer Count] 0,618 0,921 1,076/1818

[M_Store Cosi] [M_Store Sales, M_Unit Sale... 0,618 0,921 1,076/1.818

[M_Store Sales, M_Store Cosf] |[M_Unit Sales, M_Customer ... 0,618 0,921 1,076/1.818

[M_Unit Sales, M_Store Cost] |[Mismra Sales, M_Customer. 0,618 0,921 1,076/1.818

[M_Store Sales, M_Unit Sale... |[M_Customer Count] 0,618 0,921 1,076/1.818 5|

10 20 30 40 50 60 70 80 S0 100

Minimum Support (%)

C | Minimum Confidence (%)
70 80 90 100
LY. inimum Lift
o 5 10 15 20
! i Conviction
o 50 100 150 200

Remove Redundant Rules

# Rules
271

Figura 20 - CubesDefiner: Reiniciar conjunto de regras de associacao

Ao alterar para a tab ‘Cube’ (Figura 21), a lattice do cubo ira ser construida com base na lista atual

de regras apresentadas na tabela de ‘Association Rules’. Sdo também apresentadas o nimero de

dimensbes e vértices da /attice, assim como as medidas constituintes das regras que sdo

necessarias materializar.

Association Rules I Cube I

‘[Time‘ Customers, Gender, Store, Education Level, Marital Status]

irital Status]

[Time, Gender, Store, Education Level] [Time, Gender, St

[Time, Gender, Education Lavel, Marital Status]

e

- [Customers, Gender, Education Level] - [Customers, Gender, Marital Status] -

[Gender, Education Level]

[Time, Store, Education Level, Marital Status]

[Gender, Marital St|

[Education Level]

s
[ [ Il I [+]
Dimensions: 6 Measures:  |Store Sales
Vertices: 64 Unit Sales
Store Cost
\Customer Count

Figura 21 - CubesDefiner: Lattice correspondente as regras de associacao
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Capitulo 5

Conclusoes e Trabalho Futuro

5.1 Conclusoes

A utilizacdo de sistemas de data warehousing tem tido um crescimento significativo nos Ultimos
anos. A necessidade de armazenar grandes quantidades de dados para posterior analise e extracdo
de informacao tem levado varias organizacoes a optarem por este tipo de sistemas. No entanto,
estas estruturas multidimensionais sao complexas e acarretam, usualmente, custos de computagao
e armazenamento significativos para qualquer organizacao. Uma analise preliminar no inicio deste
trabalho revelou que, ndo raras vezes, é feita uma utilizacdo ineficiente deste tipo de estruturas. O
armazenamento de cubo esparsos, a fraca qualidade dos dados ou mesmo a inadaptagao do cubo
as necessidades didrias de cada utilizador/analista pode ter um impacto significativo no

desempenho do sistema.

Ja varios autores se tinham debrugado sobre a necessidade de uma utilizacao mais eficiente deste
tipo de estruturas e introduziram o conceito de preferéncias em sistemas OLAP. Neste trabalho, o
que se pretendeu foi analisar a utilizacdo de cubos OLAP por parte de utilizadores, ou seja, as
gueries MDX realizadas e definir preferéncias recorrendo a aplicacdo de técnicas de mineragdo de
dados conhecidas. A escolha dos algoritmos de associagao para a descoberta de preferéncias
deveu-se essencialmente ao facto de ser possivel definir preferéncias como um conjunto de itens
frequentes, ou seja, um conjunto de dados relacionados que sdo pedidos varias vezes ao longo do

tempo. Algoritmos como o Apriori ou 0 FP-Growth demonstravam bons resultados na descoberta
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de conjuntos de itens frequentes e regras de associacdo. No entanto, possivelmente devido ao
facto de ter sido utilizado um conjunto de dados de testes, no qual a realizagdo de gueries MDX
sobre o cubo nao foi constante ao longo do tempo, o algoritmo FP-Growth revelou-se mais eficaz

para 0 nosso caso de estudo, contrariando um pouco o que teoricamente seria esperado.

Para aplicacdo do algoritmo em si, foi necessario efetuar a limpeza e o tratamento dos dados
iniciais. Desta forma, as gueries MDX foram previamente extraidas de um ficheiro de log de
exploracdo e armazenadas numa base de dados relacional, para que fosse possivel manter a
informacdo estruturada e normalizada. A segunda etapa passou pela implementacdo de um
pequeno data warehouse para acolhimento dos dados recolhidos, como € o caso das dimensdes e

medidas utilizadas, e que veio facilitar a aplicacao dos algoritmos de mineracao sobre os mesmos.

Para uma melhor analise dos resultados dividimos o nosso conjunto de dados em trés amostras
distintas: uma apenas referente as dimensoes pedidas por todas as gueries MDX realizadas sobre o
cubo de dados, outra que continha informacdo apenas das medidas, e uma terceira que
incorporava tanto as medidas como as dimensdes que eram utilizadas para satisfazer essas

mesmas queries.

Uma analise preliminar ao conjunto de dados iniciais demonstrou que a taxa de utilizacdao do cubo
era variavel consoante o utilizador ou mesmo o periodo do dia. Desta forma, revelou-se pertinente
realizar uma anadlise temporal de utilizacdo do cubo e extrair as preferéncias OLAP
correspondentes. De facto, o nosso conjunto de dados permitia-nos realizar diversos tipos de
analise de utilizacdo: por utilizador, por sessdo ou por periodo. No entanto, o propodsito deste
estudo ndo era a analise de sessdes OLAP ou a classificacdo de utilizadores. A analise temporal era
a que melhor se adaptava aos novos objetivos: tracar perfis de materializacdo que permitissem

uma utilizacao mais eficiente de recursos e, por sua vez, do proprio cubo.

Como foi possivel observar, a aplicacdo do algoritmo FP-Growth sobre estas amostras revelou
dados bastante interessantes e comprovou que é possivel definir preferéncias de utilizagdo com
base nos resultados obtidos, ou seja, com base nos itens frequentes e nas regras de associacao
resultantes. No entanto, o conjunto de resultados obtido revelou-se bastante vasto o que dificultou
um pouco a analise. Uma das opcoes para atenuar tal situacdo, poderia ser a reducao do nimero
de regras obtidas com base em medidas de interesse. Porém, dessa forma, estariamos a restringir
o resultado com base nos nossos proprios critérios, fugindo a um dos objetivos principais deste

trabalho em obter um perfil de utilizacdo que melhor se adapta ao utilizador.
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Assim, foi desenvolvido o CubesDefiner que veio permitir, para além de apresentar os resultados
de forma simples ao utilizador, adaptar os resultados das preferéncias ou regras de associacao
obtidas as suas necessidades. Com esta pequena aplicacao desenvolvida através da linguagem
Java, pretendemo-nos relevar quatro aspetos essenciais: apresentar os resultados de forma
simples, permitir ao analista aplicar medidas de interesse de forma a adaptar as preferéncias as
suas necessidades, remover regras redundantes que nao trouxessem informagao relevante para a
analise e que apenas tornavam o conjunto de resultados mais confuso, e, por fim, mas nao menos
importante, visualizar as vistas do cubo que serdo necessarias materializar para responder a um

conjunto de preferéncias com esses determinados critérios.

5.2 Trabalho futuro

Medidas de reducdo de custos sao de extrema importancia para qualquer tipo de organizacdo.
Como ja foi referido, com o aumento de sistemas de informagao, fatores como custos de memdria
e computacOes tornaram-se relevantes na gestdo estratégica de custos organizacionais. Este
trabalho de dissertacdo demonstrou ser possivel reduzir custos de materializagao e computacdo ao
analisar os componentes do cubo presentes nas gueries MDX realizadas sobre 0 mesmo, e
apresentar uma estrutura mais especifica, que melhor se adaptada as necessidades da organizacao
e seus analistas. No entanto, o estudo de preferéncias apresentado focou-se apenas nas linhas
orientadoras deste trabalho e, representa apenas uma pequena parcela da quantidade de estudos

de preferéncias que é possivel realizar através dos dados obtidos através das gueries MDX.

Para além de informacdo relativa aos componentes do cubo utilizados, as gueries MDX contém
dados relativos aos proprios valores categdricos e numéricos assumidos por esses componentes
para responder as questbes do utilizador. Assim, seria interessante conjugar as técnicas
apresentadas, com o conceito de preferéncias sobre atributos e medidas, apresentado no capitulo
2 desta dissertacdo, de forma a obter novas perspetivas no estudo de preferéncias e, quem sabe,

proporcionar, para além de reducao de custos, um maior poder preditivo as organizacoes.
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